PENGEMBANGAN APLIKASI ANDROID PREDIKSI KESEHATAN MENTAL
MAHASISWA MENGGUNAKAN ALGORITMA XGBOOST

Gilang Sri Nayaka; Azizah Fatmawati
Program Studi Teknik Informatika, Fakultas Komunikasi dan Informatika,
Universitas Muhammadiyah Surakarta

Abstrak

Kesehatan mental di kalangan mahasiswa saat ini perlu menjadi perhatian yang sangat
serius. Oleh karena itu, perlu adanya solusi tepat yang dapat membantu mahasiswa
untuk mengatasi masalah tersebut. Penelitian ini bertujuan untuk mengembangkan
sebuah aplikasi yang diharapkan dapat membantu mahasiswa agar dapat melakukan
diagnosis mandiri namun memiliki tingkat keakuratan yang lebih baik dibandingkan
hanya bermodalkan literatur yang didapat melalui internet. Dalam penelitian ini akan
dilakukan beberapa tahapan pengembangan. Tahapan-tahapan yang akan dilakukan
yaitu pengumpulan dan analisis dataset, pengembangan model machine learning, deploy
model ke API, dan pengembangan aplikasi Android. Pada tahap pengembangan model
machine learning, dilakukan proses pembuatan model machine learning untuk
memprediksi kesehatan mental mahasiswa dengan mengklasifikasikan ke dalam 3 kelas,
yaitu indikasi rendah, sedang, dan tinggi yang mana berdasarkan hasil evaluasi, model
XGBoost merupakan model yang paling optimal dengan nilai akurasi sebesar 90,4%
sehingga dipilih sebagai model utama dalam penelitian ini. Sedangkan pada tahap
pengembangan aplikasi, berdasarkan hasil evaluasi System Usability Scale terhadap 35
responden, diperoleh skor rata-rata sebesar 73,8, yang termasuk dalam kategori
Acceptable dengan rating Good. Dengan demikian, aplikasi yang dikembangkan dinilai
layak dan dapat digunakan oleh mahasiswa untuk melakukan prediksi kesehatan mental
secara mandiri dengan tingkat keakuratan yang lebih baik.

Kata Kunci: aplikasi Android, kesehatan mental, machine learning, mahasiswa, xgboost.

Abstract

Mental health among students currently needs to be taken very seriously. Therefore,
there is a need for an appropriate solution that can help students address this issue. This
research aims to develop an application that is expected to help students perform self-
diagnosis with a higher level of accuracy compared to self-diagnosis based solely on
literature obtained from the internet. In this research, several development stages will
be carried out. The stages include data collection and analysis, machine learning model
development, model deployment to API, and Android application development. In the
machine learning model development stage, the process of creating a machine learning
model to predict students' mental health by classifying it into three classes low, medium,
and high indications was conducted. Based on the evaluation results, the XGBoost
model is the most optimal with an accuracy rate of 90.4%, making it the main model
chosen for this research. Meanwhile, in the application development stage, based on the
System Usability Scale evaluation results from 35 respondents, an average score of 73.8
was obtained, which falls into the Acceptable category with a Good rating. Thus, the
developed application is deemed feasible and can be used by students to predict mental
health independently with a better accuracy level.
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1. PENDAHULUAN

Kesehatan mental di kalangan mahasiswa saat ini perlu menjadi perhatian yang sangat serius.
Sudah banyak sekali kasus bunuh diri yang terjadi akibat dari mahasiswa yang mengalami
gangguan pada kesehatan mentalnya. Tuntutan sosial dan akademik membuat mahasiswa
mengalami stres berkepanjangan dan berujung pada terganggunya kesehatan mental mereka (Al
Rivaldi, 2024). Secara umum, menurut World Health Organization sebanyak 13% atau 970 juta
orang di dunia mengalami gangguan kesehatan mental. Di Indonesia sendiri, prevalensi depresi
pada penduduk Indonesia yang berumur lebih dari 15 tahun adalah 6,1% dengan peningkatan
gangguan mental paling signifikan ada pada kelompok umur 15-24 tahun (Aloysius & Salvia,
2021). Di sisi mahasiswa sendiri, data dari hasil studi terhadap mahasiswa baru di Jakarta
menunjukkan terdapat 12,4% mahasiswa yang memiliki gejala yang mengarah kepada gangguan
kesehatan mental (Shabrina et al., 2021). Selain itu, survei lain menyatakan bahwa dari seluruh
sampel yang dikumpulkan terdapat 1,4% memiliki ide bunuh diri, 0,5% merencanakan untuk
melakukan bunuh diri, 0,2% mencoba untuk bunuh diri, dan 0,4% sudah pernah melakukan
percobaan bunuh diri yang mana 80%-nya merupakan remaja (Rahman & Pamungkas, 2024).
Oleh karena itu, dari data tersebut memang menunjukkan bahwa masalah kesehatan mental harus
menjadi perhatian yang serius oleh pemerintah agar tren gangguan kesehatan mental khususnya
pada mahasiswa tidak terus meningkat tiap tahunnya.

Tren meningkatnya gangguan kesehatan mental pada mahasiswa juga turut membuat
kesadaran kesehatan mental di kalangan mahasiswa meningkat. Namun, di balik dari
meningkatnya kesadaran mental tersebut juga menimbulkan masalah baru yang tidak kalah
berbahaya. Masalah baru tersebut ialah mulai munculnya diagnosis diri yang dilakukan bukan
pada ahlinya. Mereka melakukan diagnosis mandiri hanya dengan mencari literatur yang ada di
internet lalu memvalidasi sendiri tanpa adanya validasi dari yang ahlinya sehingga hal ini sangat
berisiko dan berbahaya karena keakuratan informasi yang didapat tidak dapat dipastikan
keakuratannya bahkan bisa saja sangat rendah (Putri et al., 2025). Berdasarkan penelitian yang
ada, sekitar 64% mahasiswa yang memiliki masalah pada kesehatan mentalnya belum mencari
bantuan dari profesional. Meskipun di universitasnya memiliki layanan kesehatan psikologis,
layanan tersebut belum menjadi rujukan sehingga mahasiswa yang menggunakan layanan
tersebut masih sangat rendah (Azedarach & Ariana, 2022). Hal yang membuat mahasiswa belum
atau tidak mencari bantuan dari profesional pun beragam. Hal-hal seperti memerlukan waktu
yang relatif lama dan biaya yang kurang terjangkau menjadi penyebab mengapa mahasiswa tidak
mencari pertolongan kepada profesional (Setyanto et al., 2023). Oleh karena itu, perlu adanya

solusi tepat yang dapat membantu mahasiswa untuk mengatasi masalah tersebut.
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Penelitian ini bertujuan untuk mengembangkan sebuah aplikasi yang diharapkan dapat
membantu mahasiswa agar dapat melakukan diagnosis mandiri namun memiliki tingkat
keakuratan yang lebih baik dibandingkan diagnosis mandiri yang hanya bermodalkan literatur
yang didapat melalui internet. Aplikasi ini juga diharapkan dapat mengatasi kendala waktu dan
biaya yang sebelumnya menjadi masalah yang menghambat mahasiswa untuk mencari
pertolongan kepada profesional. Aplikasi ini dirancang dengan berbasis Android dan
menggunakan algoritma machine learning yang digunakan untuk melakukan prediksi mengenai
kondisi kesehatan mental mahasiswa. Algoritma machine learning yang digunakan untuk
melakukan prediksi kesehatan mental mahasiswa yaitu XGBoost. Algoritma XGBoost dipilih
karena menurut sejumlah penelitian yang telah membandingkan beberapa algoritma
menunjukkan bahwa XGBoost memiliki hasil yang lebih baik dibandingkan dengan algoritma
lain seperti LightGBM, LSTM, dan Random Forest dengan tingkat akurasi mencapai lebih dari
90%. Selain itu, algoritma XGBoost dikenal sebagai algoritma berbasis pohon keputusan yang
telah dioptimalkan sehingga memiliki kemampuan menangani dataset besar dengan baik dan
dapat mengurangi overfitting pada modelnya (Alkayes & Sugihartono, 2025). Penggunaan teknik
SMOTE (Synthetic Minority Over-sampling Technique) pada pembuatan model juga turut
mengatasi ketidakseimbangan tiap kelas sehingga memberikan hasil performa terbaik pada model
(Nupap et al., 2025). Dengan demikian, penelitian ini diharapkan dapat membantu mahasiswa
dalam melakukan diagnosis mandiri mengenai kondisi kesehatan mental dengan tingkat akurasi
yang lebih baik, sejalan dengan pemanfaatan teknologi kecerdasan dalam dunia medis yang
memungkinkan proses diagnosis penyakit menjadi lebih cepat, akurat, dan andal
(Kusumaningrum & Gunawan, 2025).

Sejumlah penelitian yang juga membahas mengenai prediksi kondisi kesehatan mental
menunjukkan bahwa algoritma XGBoost memiliki tingkat performa lebih baik dibandingkan
menggunakan algoritma lain. Pada penelitian Liu et al., (2025) menyatakan bahwa algoritma
XGBoost memiliki akurasi yang baik yaitu mencapai 95% sehingga memprediksi kesehatan
mental dengan sangat baik. Penelitian kedua yang dilakukan oleh Wang et al., (2025) juga
mendapatkan akurasi hasil sebesar 95% dan menunjukkan bahwa XGBoost efektif dalam
memproses data kesehatan dan memberikan prediksi yang akurat. Pada penelitian ketiga yang
dilakukan oleh Pratama et al., (2025) dilakukan tuning parameter menggunakan metode
RandomizedSearchCV untuk mendapatkan performa model terbaik yang mana pada penelitian ini
mendapatkan performa akurasi yang awalnya hanya 75% menjadi 82%. Hasil penelitian tersebut
memperkuat dasar pemilihan algoritma XGBoost dalam penelitian ini, khususnya untuk

pengembangan aplikasi berbasis Android yang berfokus pada prediksi kesehatan mental



mahasiswa.

Berdasarkan penelitian sebelumnya, pembuatan model XGBoost hanya terbatas pada
perbandingan antar algoritma dan juga hanya sampai pada pembuatan model XGBoost tanpa
adanya implementasi pada website maupun aplikasi. Berbeda dari penelitian tersebut, penelitian
kali ini berfokus pada pengembangan pembuatan model XGBoost untuk melakukan prediksi
kondisi kesehatan mental mahasiswa dan hasilnya akan diimplementasikan pada sebuah aplikasi
yang berbasis Android. Dengan demikian, diharapkan mahasiswa dapat melakukan diagnosis
mandiri secara praktis, cepat, dan memiliki akurasi yang lebih tinggi.

2. METODE

Dalam penelitian pengembangan aplikasi Android prediksi kesehatan mental mahasiswa ini akan
dilakukan beberapa tahapan pengembangan. Tahapan-tahapan yang akan dilakukan yaitu
pengumpulan dan analisis dataset, pengembangan model machine learning, deploy model ke API,

dan pengembangan aplikasi Android. Gambaran tahapan pengembangan dapat dilihat pada

Gambar 1.
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Gambar 1. Diagram alur pengembangan

2.1 Pengumpulan dan Analisis Dataset

Pada proses pengumpulan dan analisis dataset ini, data diperoleh dari platform Kaggle, yaitu
dataset berstatus publik untuk kepentingan penelitian akademik yang berfokus pada
kesehatan mental mahasiswa. Dataset tersebut dipilih karena memuat sejumlah variabel yang
relevan dengan indikator kesehatan mental mahasiswa, seperti tekanan akademik, stres
finansial, kepuasan belajar, serta beberapa variabel lain yang menggambarkan kondisi
akademik dan psikologis mahasiswa. Dataset yang diperoleh kemudian melalui tahap
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2.2

2.3
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preprocessing, mencakup pembersihan data, normalisasi, penanganan nilai yang hilang, dan
standarisasi agar data siap digunakan pada tahap pemodelan.

Pengembangan Model Machine Learning

Tahap berikutnya setelah data diproses adalah pengembangan model machine learning
menggunakan algoritma XGBoost. Pada proses ini akan dilakukan pembagian dataset
menjadi data latih dan data uji, kemudian model dilatih menggunakan data latih. XGBoost
sendiri bekerja dengan membangun serangkaian pohon keputusan yang saling berurutan, di
mana setiap pohon berikutnya mengoreksi kesalahan dari pohon sebelumnya (Wardana &
Rahim, 2024). Rumus hasil prediksi klasifikasi dengan XGBoost tersaji pada Persamaan (1).

L(p) = ) 1GLyD) + ) (k) (1)
i k

Keterangan :
L(¢) = Fungsi model XGBoost yang menghasilkan prediksi untuk data ke-i

|} = Menjumlahkan hasil prediksi dari semua pohon keputusan

L(¥i, yi) = Fungsi yang mengukur selisih nilai aktual dan prediksi
K = Jumlah pohon keputusan
Q(fk) = Fungsi regularisasi yang mengontrol kompleksitas model

Model yang telah dihasilkan kemudian akan dilakukan proses evaluasi performa model
dengan menghitung skor akurasi, presisi, recall, dan F'/-score yang mana hal tersebut sangat
krusial (Nabila & Pamungkas, 2025). Hasil evaluasi tersebut akan digunakan untuk memilih
model terbaik yang akan diimplementasikan ke dalam aplikasi. Model yang telah terpilih
selanjutnya akan disimpan dalam format .pkl agar dapat dilakukan deploy ke API lalu
diimplementasikan pada aplikasi Android.

Deploy Model ke API

Model yang telah disimpan selanjutnya akan diintegrasikan ke dalam API agar dapat diakses
oleh aplikasi secara real-time. Framework yang akan digunakan untuk membangun API
yaitu Flask dengan menyediakan endpoint untuk menerima input dalam format JSON.
Dalam menghubungkan aplikasi dengan sistem back-end digunakan komunikasi berbasis
Representational State Transfer (REST) yang memanfaatkan protokol HTTP sebagai media
pertukaran data (Hermansyah & Maryam, 2023). Proses deployment model machine
learning pada Flask dilakukan dengan menyimpan model terlebih dahulu, kemudian
mengintegrasikannya ke dalam endpoint yang dapat diakses melalui permintaan HTTP,
sehingga memudahkan integrasi model dengan aplikasi eksternal (Kotha et al., 2023). API
yang telah dibangun kemudian akan di-deploy ke platform hosting, yaitu Railway, agar
dapat diakses secara online dari mana saja. Tahap akhir setelah deploy adalah melakukan
pengujian pada API untuk memastikan API berjalan dengan baik dan hasil prediksi dapat
ditampilkan dengan benar di aplikasi.

Pengembangan Aplikasi Android

Pada tahap pengembangan aplikasi Android ini, pengembangan dilakukan dengan

menggunakan Android Studio dengan bahasa pemrograman yang digunakan adalah Kotlin.

Fitur utama yang diimplementasikan meliputi autentikasi pengguna, prediksi kesehatan
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mental, riwayat prediksi, video edukasi, dan kontak layanan konseling. Model machine
learning yang telah dideploy pada API mulai diintegrasikan ke dalam aplikasi sehingga hasil
prediksi dapat ditampilkan secara real-time. Aplikasi kemudian dibangun dalam bentuk file
APK agar dapat dipasang ke perangkat Android, sedangkan API model machine learning
dideploy pada layanan cloud agar dapat diakses oleh aplikasi secara publik. Pendekatan
integrasi aplikasi Android dengan API model machine learning ini sejalan dengan penelitian
yang dilakukan oleh D. Chowdhury et al., (2022) yang mana aplikasi memungkinkan
pengguna mengunggah data untuk kemudian diproses oleh model di server, dan hasil
prediksi berupa label serta probabilitas dikembalikan secara real-time ke aplikasi. Hal ini
menunjukkan bahwa integrasi aplikasi Android dengan API merupakan pendekatan yang
efektif untuk menghadirkan prediksi machine learning secara cepat dan mudah diakses.
Adapun Gambar 2 menampilkan contoh wireframe halaman Home aplikasi yang
merepresentasikan tampilan awal serta akses menuju fitur-fitur utama.

Gambar 2. Wireframe halaman utama

3. HASIL DAN PEMBAHASAN

3.1 Pengembangan Model Machine Learning

Pada tahap ini, dilakukan proses pembuatan model machine learning untuk memprediksi
kesehatan mental mahasiswa. Model ini nantinya akan mengklasifikasikan prediksi ke dalam
3 kelas, yaitu indikasi rendah, sedang, dan tinggi. Proses pembuatan model diawali dengan
tahap praproses data hingga pelatihan model.

3.1.1 Praproses Data

Pengembangan model machine learning ini menggunakan dataset open source yang
berasal dari platform Kaggle yaitu Student Depression Dataset yang dikolaboratori oleh
Adil Shamim. Dataset kemudian dilakukan pembersihan dan normalisasi agar data
terbebas dari karakter tidak valid dan memiliki format yang sesuai dan konsisten. Lalu,
pada kolom CGPA dilakukan penyesuaian dari yang awalnya berada pada skala 10
dikonversi menjadi skala 4 agar sesuai dengan keadaan akademik di Indonesia
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menggunakan persamaan yang tersaji pada Persamaan (2).

CGPAjgma X 4
10

Selanjutnya, dilakukan pengecekan dan penanganan pada outlier menggunakan metode
Interquartile Range (IQR). Nilai data yang berada di luar batas atas dan bawah akan
digantikan dengan nilai batas atau capping agar distribusi data menjadi lebih stabil.
Kemudian pada kolom durasi tidur dilakukan konversi menjadi skor numerik dengan
skoring 4 level untuk memudahkan dalam melakukan pembuatan model.

CGPApgry =

(2)

3.1.2 Pembentukan Skor Kesehatan Mental

Pembentukan skor kesehatan mental dilakukan untuk merepresentasikan kondisi
psikologis mahasiswa. Skor kesehatan mental tersebut dibangun dalam bentuk nilai
numerik yang dapat digunakan sebagai dasar klasifikasi tingkat kesehatan mental. Skor
ini dibangun berdasarkan hasil analisis korelasi antara setiap kolom yang ada dengan
tingkat kesehatan mental mahasiswa.

Hasil analisis korelasi yang tersaji pada Gambar 3 menunjukkan bahwa tekanan
akademik, tekanan finansial, dan jam kerja/belajar memiliki korelasi negatif terhadap
tingkat kesehatan mental. Sebaliknya, kepuasan belajar dan durasi tidur memiliki
korelasi positif. Oleh karena itu, hasil analisis korelasi ini menjadi dasar dalam
pembentukan skor kesehatan mental.

Top 18 Korelasi dengan mental_health_level:
mental health_level 1.000000
mental score 8.924475
study_satisfaction 8.334369
sleep_score 8.315895
age 8.138913
id g.8e1476
cgpa -8.821209
work/study_hours -8.463423
financial stress -8.487450
academic_pressure -8.515326

Name: mental_health level, dtype: floaté4

Gambar 3. Hasil analisis korelasi

Untuk meningkatkan sensitivitas skor terhadap kolom yang memiliki pengaruh
lebih besar, beberapa kolom diberikan bobot tambahan, yaitu tekanan finansial dan
durasi tidur. Selanjutnya, skor dikoreksi dengan mengurangi nilai tertentu apabila
mahasiswa memiliki riwayat depresi atau pernah memiliki pikiran bunuh diri sebagai
faktor risiko tambahan.

Berdasarkan skor kesehatan mental yang diperoleh, mahasiswa diklasifikasikan
ke dalam 3 tingkatan indikasi kesehatan mental, yaitu indikasi rendah, sedang, dan
tinggi yang mana indikasi tinggi menunjukkan tingkat gangguan kesehatan mental yang
lebih besar, sedangkan indikasi rendah menunjukkan kondisi kesehatan mental yang
lebih stabil. Klasifikasi tersebut dilakukan dengan ketentuan yang tersaji pada Gambar
4. Pendekatan ini memungkinkan proses klasifikasi dilakukan secara sistematis
berdasarkan kombinasi berbagai faktor sesuai dengan hasil analisis korelasi
sebelumnya.



- mental level(score):
if score »>= 14:

return 3

elif score »>= 9:

return 2
else:
return 1

Gambar 4. Ketentuan tingkatan indikasi kesehatan mental

3.1.3 Penyeimbangan Data

Untuk mendapatkan model dengan kemampuan yang baik perlu adanya penyeimbangan
jumlah data setiap kelasnya, distribusi kelas tingkat kesehatan mental mahasiswa
menunjukkan adanya ketidakseimbangan jumlah data antar kelas. Kondisi ini berpotensi
menyebabkan model machine learning menjadi bias terhadap kelas mayoritas dan
menurunkan kemampuan model dalam mengenali kelas minoritas secara akurat. Oleh
karena itu, diperlukan adanya proses penyeimbangan data menggunakan dua tahap
pendekatan.

3.1.3.1 Undersampling Berbasis Kelas

Pada tahap ini, jumlah data setiap kelasnya diseimbangkan dengan cara
mengambil jumlah minimum dari seluruh kelas. Proses ini dilakukan dengan
menggunakan metode pengambilan sampel acak pada masing-masing kelas
sehingga setiap kelas memiliki jumlah data yang sama. Teknik ini bertujuan
untuk menghilangkan dominasi kelas tertentu serta menjaga proporsi kelas tetap
seimbang sebelum proses pelatihan model.

3.1.3.2 SMOTE pada Data Latih

Setelah dataset seimbang melalui undersampling, proses selanjutnya dilakukan
pada tahap pelatihan model dengan menerapkan teknik SMOTE (Synthetic
Minority Over-sampling Technique). Teknik SMOTE digunakan untuk
menghasilkan data sintetis pada kelas minoritas berdasarkan tetangga
terdekatnya sehingga mampu meningkatkan variasi data tanpa melakukan
duplikasi langsung. SMOTE hanya diterapkan pada data latith untuk
menghindari kebocoran pada proses evaluasi model. Dengan demikian, data uji
tetap merepresentasikan kondisi nyata tanpa manipulasi distribusi. Selain itu,
dengan diterapkannya SMOTE pada pengembangan model dapat mengurangi
bias pada kelas mayoritas dan menjaga kestabilan model itu sendiri selama
proses pelatihan sehingga model dapat mempelajari pola dari setiap kelas secara
lebih adil.

3.1.4 Seleksi fitur, Pembagian Data, dan Standarisasi

Dataset yang telah melalui tahap penyeimbangan data selanjutnya dibagi menjadi data
latih dan data uji dengan rasio 80:20. Pembagian ini bertujuan untuk memastikan proses
evaluasi model dilakukan secara objektif menggunakan data yang tidak terlibat dalam
proses pelatihan. Sebelum dilakukan pembagian data, dilakukan proses seleksi fitur
dengan menghapus fitur yang tidak relevan dengan berdasarkan pada hasil analisis
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korelasi sebelumnya. Hal ini bertujuan untuk mengurangi noise, meningkatkan efisiensi
komputasi, dan memfokuskan model pada fitur yang memiliki kontribusi langsung
terhadap tingkat kesehatan mental mahasiswa.

Fitur kategorikal kemudian dikonversi ke dalam bentuk numerik menggunakan
teknik label encoding agar dapat diproses oleh algoritma machine learning. Selanjutnya,
seluruh fitur numerik distandarisasi menggunakan metode StandardScaler, sehingga
setiap fitur memiliki rata-rata nol dan standar deviasi satu. Proses standarisasi ini
membantu mempercepat konvergensi model serta mencegah dominasi fitur dengan
rentang nilai yang lebih besar. Data hasil standarisasi dan seleksi fitur kemudian
digunakan sebagai masukan pada tahap pelatihan model machine learning.

3.1.5 Pelatihan dan Perbandingan Model

Pada tahap ini, setelah dataset melalui serangkaian praproses, dilakukan pelatihan
menggunakan empat algoritma machine learning, yaitu Random Forest, XGBoost,
LightGBM, dan CatBoost. Keempat model kemudian dilatih menggunakan data latih
yang telah melalui proses standarisasi fitur serta penyeimbangan kelas menggunakan
metode SMOTE. Tujuan utama tahap ini adalah membandingkan performa masing-
masing algoritma untuk menentukan model terbaik dalam memprediksi tingkat
kesehatan mental mahasiswa. Model dengan performa terbaik berdasarkan hasil
evaluasi akan dipilih sebagai model utama dan selanjutnya diimplementasikan ke dalam
aplikasi Android.

3.1.5.1 Random Forest

Random Forest merupakan model yang berbasis pada pohon keputusan yang
mana akan membuat banyak pohon keputusan dari sampel yang ada pada data
pelatihan (Siregar et al., 2023). Pada penelitian ini, model dilatih menggunakan
500 pohon keputusan dengan kedalaman maksimum 30. Algoritma ini bekerja
dengan membangun banyak pohon keputusan dan menggabungkan hasil
prediksinya untuk meningkatkan stabilitas dan mengurangi risiko overfitting.
Hasil evaluasinya sendiri menunjukkan bahwa Random Forest memperoleh nilai
akurasi sebesar 0.884, presisi 0.885, recall 0.884, dan FI-score 0.884. Meskipun
model ini mampu memberikan performa yang cukup baik, Random Forest masih
memiliki keterbatasan dalam menangkap pola kompleks pada data dibandingkan
dengan algoritma boosting.

3.1.5.2 XGBoost

Pada model XGBoost, parameternya sendiri dioptimasi menggunakan metode
RandomizedSearchCV untuk memperoleh kombinasi parameter terbaik.
Parameter terbaik yang diperoleh meliputi n_estimators = 200, max_depth = 4,
learning rate = 0.1, subsample = 0.7, dan colsample bytree = 0.8. Model
kemudian dilatih menggunakan parameter tersebut. Hasil evaluasi menunjukkan
bahwa XGBoost menghasilkan performa terbaik dibandingkan algoritma lainnya
dengan nilai akurasi sebesar 0.904, presisi 0.904, recall 0.903, dan Fl-score
0.903. Selain itu, XGBoost mampu memberikan keseimbangan yang baik dalam
mengklasifikasikan ketiga tingkat kesehatan mental mahasiswa. Hasil ini

9



menunjukkan bahwa XGBoost memiliki kemampuan yang lebih optimal dalam
menangkap pola kompleks pada data kesehatan mental mahasiswa dibandingkan
algoritma lainnya.

3.1.5.3 LightGBM

LightGBM juga merupakan algoritma yang berbasis pohon keputusan.
LightGBM bekerja dengan membangun pohon secara bertahap dan memperbaiki
kesalahan dari pohon sebelumnya (Alifiansyah et al., 2025). Model ini dilatih
menggunakan parameter yang telah disesuaikan dengan dataset. Hasil evaluasi
LightGBM menunjukkan nilai akurasi sebesar 0.895, presisi 0.896, recall 0.895,
dan Fl-score 0.895. Performa ini menunjukkan bahwa LightGBM mampu
memberikan hasil yang cukup baik dalam melakukan klasifikasi. Namun,
berdasarkan hasil pengujian, LightGBM masih sedikit lebih rendah
dibandingkan XGBoost dalam seluruh metrik evaluasi.

3.1.5.4 CatBoost

CatBoost merupakan algoritma gradient boosting yang dioptimalkan untuk
menangani data kategorikal secara langsung (Utomo et al., 2025). Model ini
dilatth menggunakan parameter yang telah disesuaikan dengan dataset. Hasil
evaluasi CatBoost menunjukkan nilai akurasi sebesar 0.901, presisi 0.901, recall
0.901, dan FI-score 0.901. Performa CatBoost sangat mendekati XGBoost dan
lebih unggul dibandingkan Random Forest serta LightGBM.

Berdasarkan empat metrik evaluasi digunakan dalam penelitian ini, yaitu accuracy,
precision, recall, dan F'1-score diperoleh hasil seperti yang tercantum pada Tabel 1.

Tabel 1. Perbandingan hasil evaluasi

Model Accuracy Precision Recall Fl-score
Random Forest 0.884929 0.885350 0.884416 0.884703
XGBoost 0.904231 0.904189 0.903653 0.9038101
LightGBM 0.895694 0.896018 0.895133 0.895429
CatBoost 0.901633 0.901724 0.901024 0.901257

Tabel 1 menunjukkan bahwa XGBoost memperoleh nilai tertinggi pada seluruh metrik
evaluasi dibandingkan dengan algoritma lainnya. Hal ini menunjukkan bahwa XGBoost
memiliki kemampuan prediksi yang paling baik dan paling stabil pada dataset kesehatan
mental mahasiswa. Berdasarkan hasil evaluasi tersebut, dapat disimpulkan bahwa model
XGBoost merupakan model yang paling optimal untuk digunakan sebagai model utama
dalam sistem prediksi kesehatan mental mahasiswa.

3.2 Deployment Model ke API

Pada tahap deployment, model machine learning terbaik yang diperoleh dari proses
pengembangan, yaitu model XGBoost, diintegrasikan ke dalam Application Programming
Interface (API). Integrasi tersebut menggunakan framework Flask agar dapat diakses oleh
aplikasi Android melalui protokol HTTP. Model yang telah disimpan dalam format file
model xgboost.pkl serta objek standarisasi scaler.pkl dimuat kembali menggunakan library
joblib agar dapat digunakan untuk melakukan prediksi secara real-time.

10



3.3

Sistem API dirancang dengan satu endpoint utama, yaitu /predict, yang menerima data
input dalam format JSON. Data yang dikirim harus memuat dua belas atribut utama, antara
lain jenis kelamin, usia, tekanan akademik, tekanan kerja, IPK, kepuasan belajar, kepuasan
kerja, jam kerja/belajar, tekanan finansial, riwayat keluarga gangguan mental, kondisi depresi,
serta skor durasi tidur. Validasi dilakukan terlebih dahulu untuk memastikan seluruh atribut
yang dibutuhkan telah dikirim oleh pengguna. Apabila terdapat data yang tidak lengkap,
sistem akan mengembalikan pesan kesalahan secara otomatis. Setelah data valid diterima,
data tersebut dikonversi menjadi numerik dan distandarisasi menggunakan objek scaler yang
sama seperti pada tahap pelatthan model untuk menjaga konsistensi distribusi data antara
proses training dan proses prediksi.

Selanjutnya, data hasil standarisasi diproses oleh model XGBoost untuk menghasilkan
prediksi tingkat kesehatan mental mahasiswa. Selain menghasilkan label prediksi, sistem juga
menghitung nilai probabilitas tertinggi sebagai tingkat kepercayaan (confidence score) dari
hasil prediksi. Label prediksi kemudian dikonversi menjadi kategori yang mudah dipahami,
yaitu Indikasi Tinggi, Indikasi Sedang, dan Indikasi Rendah. Sebagai nilai tambah, API juga
dilengkapi dengan sistem rekomendasi berbasis aturan (rule-based recommendation).
Rekomendasi ini dihasilkan berdasarkan kondisi input pengguna, seperti tekanan akademik,
kepuasan belajar, tekanan finansial, kualitas tidur, jam kerja/belajar, serta indikasi depresi.
Hasil rekomendasi bertujuan untuk memberikan saran awal yang bersifat edukatif dan
preventif kepada mahasiswa.

Output dari API dikirim kembali dalam format JSON yang berisi status prediksi, label
hasil klasifikasi, tingkat kepercayaan prediksi, serta rekomendasi yang nantinya akan
ditampilkan langsung pada aplikasi Android. Agar dapat diakses secara umum secara real-
time, APl kemudian dideploy menggunakan platform cloud Railway. Dengan proses
deployment 1ni, sistem prediksi kesehatan mental mahasiswa dapat digunakan secara praktis
dan fleksibel.

Pengembangan Aplikasi Android

Pengembangan aplikasi Android dilakukan sebagai media implementasi hasil prediksi model
machine learning agar dapat digunakan secara langsung oleh mahasiswa. Aplikasi
dikembangkan menggunakan Android Studio dengan bahasa pemrograman Kotlin. Terdapat
empat fitur di dalam aplikasi ini yaitu fitur prediksi kesehatan mental, riwayat hasil prediksi,
video edukasi kesehatan mental, dan kontak layanan konseling. Desain antarmuka dibuat
sederhana dan modern agar mudah digunakan oleh pengguna.

3.3.1 Alur Penggunaan Aplikasi
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Gambar 5a menunjukkan tampilan awal aplikasi saat pertama kali dibuka. Pada
halaman ini, pengguna yang baru pertama kali menggunakan aplikasi akan diarahkan
menuju halaman masuk seperti pada Gambar 5b untuk melakukan proses autentikasi
menggunakan akun Google yang sudah dimiliki atau dapat memilih belum ada akun
untuk menuju ke halaman daftar dan membuat akun di halaman tersebut seperti pada
Gambar Sc. Autentikasi bertujuan untuk memungkinkan penyimpanan riwayat hasil
prediksi secara personal. Gambar 5d menampilkan halaman utama setelah pengguna
berhasil melakukan proses autentikasi. Halaman ini menampilkan empat menu fitur,
navigasi utama aplikasi, dan riwayat hasil pengecekan kesehatan mental terakhir.
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Gambar 6a merupakan tampilan pengisian data pada fitur prediksi kesehatan mental.
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Pada halaman ini, pengguna diminta mengisi sejumlah pertanyaan mengenai kondisi
diri, seperti tekanan akademik, stres finansial, kepuasan belajar, durasi tidur, serta
indikator lainnya. Setelah seluruh data diisi, pengguna menekan tombol lihat hasil kamu
sesuai pada Gambar 6b, kemudian data dikirimkan ke API model machine learning
yang telah dideploy sebelumnya. Hasil prediksi akan ditampilkan secara real-time pada
aplikasi. Setelah data terkirim, APl akan memberikan respons berupa hasil prediksi
kesehatan mental yang diperoleh dari model machine learning yang telah dideploy pada
API tersebut. Respons tersebut akan ditampilkan ke dalam aplikasi seperti pada Gambar
6¢c yang berisi indikasi kesehatan mental, nilai tingkat kepercayaan model, dan
rekomendasi yang diberikan sesuai dengan imputan pengguna. Selain itu, terdapat
catatan yang berisikan bahwa hasil pengecekan ini hanya berupa gambaran awal bukan
diagnosis sehingga untuk pemeriksaan lebih lanjut dapat konsultasi kepada profesional.
Saat pengguna menekan tombol kembali ke beranda, di halaman utama akan terupdate
pada bagian riwayatnya sesuai dengan pengecekan terakhir yang dilakukan seperti pada
Gambar 6d.
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Gambar 7a. Gambar 7b. Gambar 7c. Gambar 7d.
Halaman riwayat Halaman video Halaman kontak Halaman profil
hasil edukasi kesehatan ~ layanan konseling
mental

Gambar 7a menampilkan halaman riwayat hasil prediksi. Halaman ini berisi daftar hasil
prediksi yang pernah dilakukan sehingga pengguna dapat memantau perubahan kondisi
kesehatan mental dari waktu ke waktu. Gambar 7b menampilkan halaman video edukasi
yang berisi kumpulan video yang membahas topik kesehatan mental mahasiswa.
Gambar 7c¢ menampilkan halaman kontak layanan konseling. Halaman ini berisi berbagi
kontak layanan konseling yang dapat dihubungi oleh pengguna apabila membutuhkan
bantuan lebih lanjut dari tenaga profesional. Selain itu, terdapat filter pencarian lokasi
sehingga memudahkan pengguna untuk mendapatkan layanan konseling terdekat.
Gambar 7d menampilkan data dari akun pengguna seperti foto profil, nama pengguna,
email pengguna, waktu terakhir melakukan prediksi kesehatan mental, dan jumlah
berapa kali melakukan prediksi kesehatan mental. Selain itu, terdapat tombol keluar
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untuk melakukan proses keluar dari akun tersebut.

3.3.2 Pengujian System Usability Scale (SUS)

Untuk mengukur tingkat kemudahan penggunaan aplikasi, dilakukan pengujian
usability menggunakan metode System Usability Scale (SUS). Pengujian SUS dilakukan
dengan melibatkan responden yang diminta menggunakan aplikasi, kemudian mengisi
kuesioner SUS yang terdiri dari 10 pernyataan dengan skala 1 sampai 5. Berikut hasil
dari pengujian SUS yang tercantum pada Tabel 2.

Tabel 2. Hasil Pengujian SUS

Jawaban Kuesioner SUS
Responden
Q1 Q2 Q3 Q4 Q5 Q6 Q7 Q8 Q9 Q110 SCORE
1 5 1 4 1 3 4 5 2 5 2 80
2 5 2 5 4 4 1 5 2 4 5 73
3 4 3 4 2 4 2 5 3 5 4 70
4 4 1 5 1 4 2 3 2 4 2 80
5 4 1 4 2 3 2 4 1 4 1 80
6 4 2 5 2 4 2 4 2 3 3 73
7 5 1 5 1 5 1 5 1 5 2 98
8 4 1 5 3 5 3 5 2 4 5 73
9 3 2 5 1 3 2 5 1 5 1 85
10 3 1 5 5 1 3 5 5 1 5 40
11 4 3 4 1 4 2 4 2 4 2 75
12 4 1 4 2 4 3 4 1 4 2 78
13 5 2 5 2 4 1 4 2) 4 2 83
14 4 2 4 2 4 3 4 2 4 4 68
15 4 2 3 3 3 3 3 3 3 4 53
16 4 1 4 1 4 1 5 1 5 1 93
17 5 1 5 2 5 1 5 2 5 4 88
18 3 2 3 3 3 2 3 2 3 2 60
19 4 1 5 3 5 1 4 2 4 4 78
20 5 1 5 1 5 1 5 1 5 1 100
21 4 4 3 4 5 3 9 3 3 2 53
22 2 2 4 2 5 1 5 1 5 1 85
23 4 2 5 3 4 4 3 2 4 4 63
24 4 3 5 2 4 3 4 2 3 4 65
25 3 4 3 4 4 3 4 3 3 4 48
26 4 2 4 2 4 2 4 2 4 2 75
27 2 4 1 3 2 2 3 2 1 4 35
28 3 2 4 3 5 5 3 4 2 5 45
29 4 2 4 3 4 2 4 2 4 2 73
30 5 1 3 1 5 1 5 1 5 1 95
31 4 1 4 1 5 3 5 1 4 3 83
32 5 1 5 1 5 1 5 1 5 1 100
33 4 2 4 1 4 2 4 1 4 2 80
34 4 1 5 3 4 2 5 2 4 2 80
35 3 1 5 1 4 4 4 2 4 2 75
Rata-rata skor SUS 73,8

Berdasarkan hasil perhitungan System Usability Scale pada tabel 2 yang didapatkan dari
35 responden diperoleh nilai rata-rata skor SUS sebesar 73,8. Perhitungan dilakukan
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dengan mengurangi skor pertanyaan ganjil dengan 1 dan untuk pertanyaan genap, skor
didapat dengan cara nilai 5 dikurangi skor pertanyaan yang didapat, kemudian total skor
dikalikan dengan 2,5. Berdasarkan pedoman penilaian SUS pada Gambar 8§, nilai
tersebut termasuk dalam kategori Acceptable dengan rating Good, yang menunjukkan
bahwa aplikasi memiliki tingkat kemudahan penggunaan yang baik.
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Gambar 8. Penilaian System Usability Scale
4. PENUTUP
Berdasarkan hasil penelitian yang telah dilakukan, pengembangan aplikasi Android untuk prediksi
kesehatan mental mahasiswa menggunakan algoritma XGBoost berhasil diimplementasikan
dengan baik. Model machine learning yang dibangun mampu mengklasifikasikan tingkat indikasi
kesehatan mental ke dalam tiga kategori, yaitu Indikasi Tinggi, Indikasi Sedang, dan Indikasi
Rendah, dengan performa yang tinggi berdasarkan metrik evaluasi accuracy, precision, recall, dan
Fl-score. Hasil perbandingan dengan beberapa algoritma machine learning menunjukkan bahwa
XGBoost memberikan performa terbaik dibandingkan Random Forest, LightGBM, dan CatBoost
dengan nilai akurasi sebesar 90,4% sehingga dipilih sebagai model utama dalam penelitian ini.
Selain itu, aplikasi berhasil mengirim data input pengguna ke server dan menerima hasil prediksi
secara real-time, disertai dengan nilai confidence dan rekomendasi yang bersifat edukatif dan
preventif. Aplikasi juga menyediakan fitur tambahan seperti riwayat prediksi, video edukasi
kesehatan mental, serta kontak layanan konseling, sehingga tidak hanya berfungsi sebagai alat
prediksi, tetapi juga sebagai media edukasi dan pemantauan kondisi kesehatan mental mahasiswa.
Berdasarkan hasil evaluasi System Usability Scale (SUS) terhadap 35 responden, diperoleh skor
rata-rata sebesar 73,8, yang termasuk dalam kategori Acceptable dengan rating Good. Hal ini
menunjukkan bahwa aplikasi memiliki tingkat kemudahan penggunaan yang baik serta tampilan
dan alur penggunaan yang mudah dipahami oleh pengguna. Dengan demikian, aplikasi yang
dikembangkan dinilai layak dan dapat digunakan oleh mahasiswa untuk melakukan prediksi
kesehatan mental secara mandiri dengan tingkat keakuratan yang lebih baik.
DAFTAR PUSTAKA
Al Rivaldi, A. (2024). Analisis Faktor Penyebab Stres pada Mahasiswa dan Dampaknya terhadap

Kesehatan  Mental.  Jurnal  Inovasi  Riset  Ilmu  Kesehatan, 4, 11-18.
https://doi.org/10.55606/detector.v2i3.4378

Alifiansyah, M. D., Rahajoe, A. D., & Puspaningrum, E. Y. (2025). Klasifikasi kualitas udara
menggunakan algoritma lightgbm berdasarkan ispu 1,2,3. 8, 1-8.
15



Alkayes, A. F., & Sugihartono, T. (2025). Perbandingan Algoritma XGBoost dan LSTM dalam
Prediksi Harga Saham Tesla Menggunakan Data Tahun 2025 Abstrak Comparison of
XGBoost and LSTM Algorithms in Tesla Stock Price Prediction Using 2025 Data Abstract.
5(6), 1563—-1573.

Aloysius, S., & Salvia, N. (2021). Analisis Kesehatan Mental Mahasiswa Perguruan Tinggi Pada
Awal Terjangkitnya Covid-19 di Indonesia. Jurnal Citizenship Virtues, 2, 83-97.

Azedarach, M. R., & Ariana, A. D. (2022). Hubungan Literasi Kesehatan Mental dengan Intensi
Mencari Bantuan pada Mahasiswa. In Jurnal Ilmu Psikologi dan Kesehatan (SIKONTAN)
(Vol. 2). https://doi.org/10.47353/sikontan.v2i4.758

Chowdhury, D., Das, A., Dey, A., Sarkar, S., Dwivedi, A. D., Mukkamala, R. R., & Murmu, L.
(2022). ABCanDroid: A Cloud Integrated Android App for Noninvasive Early Breast Cancer
Detection Using Transfer Learning. Sensors, 22(3). https://doi.org/10.3390/s22030832

Hermansyah, H. Y., & Maryam. (2023). Implementasi Teknologi Application Programming
Interface  pada  Perancangan  Aplikasi  Absensi  Pegawai.  8(3), 744-754.
https://doi.org/https://doi.org/10.29100/jipi.v8i3

Kotha, U. M., Gaddam, H., Siddenki, D. R., & Saleti, S. (2023). A comparison of various machine
learning algorithms and execution of flask deployment on essay grading. International
Journal  of  Electrical and  Computer  Engineering, 13(3),  2990-2998.
https://doi.org/10.11591/ijece.v1313.pp2990-2998

Kusumaningrum, F. A., & Gunawan, D. (2025). Analisis kinerja algoritma machine learning
dalam deteksi kanker otak. 10(4), 4172—4180.
https://doi.org/https://doi.org/10.29100/jipi.v10i4.7080

Liu, Y., Hou, C., & Hong, S. (2025). Analysis of College Students ° Mental Health Based on
XGBoost. 7(2), 86-92. https://doi.org/10.12238/rerr.v712.3487

Nabila, H. A., & Pamungkas, E. W. (2025). Perbandingan Algoritma Machine Learning: SVM,
Random  Forest, dan XGBoost untuk  Prediksi  Stroke. 10(2), 1098-1110.
https://doi.org/https://doi.org/10.36341/rabit.v10i2.6444

Nupap, S., Thant, Z. S., Wai, H. O., Kurubanjerdjit, N., & Kyaw, N. N. (2025). Machine
Learning-Driven Prediction and Analysis of Mental Health Risks Among University Students.

International Joint Conference on Computer Science and Software Engineering (JCSSE), 60—
66.

Pratama, F., Ali, E., Rahmaddeni, & Agustin, W. (2025). Perbandingan Kinerja Xgboost Dan
Lightgbm Dalam Klasifikasi Depresi Pada Mahasiswa Berdasarkan Faktor Demografi Dan
Akademik. 53—64. https://doi.org/10.33364/algoritma/v.22-2.2439

Putri, C. M., Aristi, D., Alkaff, R. N., Desita, U. K., Meilani, H., Sabrina, S., & Maulidia, R. D. J.
(2025). Literasi Kesehatan Mental dan Perilaku Diagnosis Diri pada Mahasiswa. Perilaku

Dan Promosi Kesehatan: Indonesian Journal of Health Promotion and Behavior, 6(2).
https://doi.org/10.47034/ppk.v6i12.1090

Rahman, W. A. N., & Pamungkas, E. W. (2024). Implementasi Machine Learning untuk
Memprediksi Tingkat Stres Berdasarkan Gaya Hidup.
http://eprints.ums.ac.id/id/eprint/125907

Setyanto, A. T., Hakim, M. A., & Muzakki, F. P. (2023). Deteksi Dini Prevalensi Gangguan
Kesehatan = Mental Mahasiswa di  Perguruan  Tinggi. Wacana, 15(1), 66.
https://doi.org/10.20961/wacana.v1511.69548

16



Shabrina, A., Gimmy Prathama, A., & Ninin, R. H. (2021). Persepsi Stigmatisasi dan Intensi
Pencarian Bantuan Kesehatan Mental Pada Mahasiswa S1. Jurnal Psikologi, 17(1).
https://doi.org/10.24014/jp.v14i2.11399

Siregar, A. P., Purba, D. P., Pasaribu, J. P., & Bakara, K. R. (2023). Implementasi Algoritma
Random  Forest  Dalam  Klasifikasi  Diagnosis  Penyakit  Stroke. 2(4).
https://doi.org/https://doi.org/10.55606/juprit.v2i4.3039

Utomo, S., Sigit, S., Sulistyowati, N., Prasetya, D. A., & Fahrudin, T. M. (2025). Perbandingan
Kinerja Algoritma XGBoost dan CatBoost dalam Klasifikasi Risiko Penyakit Diabetes. 6(2).
https://doi.org/https://doi.org/10.36040/alinier.v6i2.14772

Wang, Y., Guan, X., Qu, S., & Liao, J. (2025). Physical and mental health management for the
older adult using XGBoost algorithm supported by new media technology : developing

personalized health intervention plans using healthcare data from the CLHLS database.
https://doi.org/10.3389/fpubh.2025.1535056

Wardana, K. A. A. W., & Rahim, A. M. A. (2024). Analisis Perbandingan Algoritma XGBoost
Dan Algoritma Random Forest Untuk Klasifikasi Data Kesehatan Mental. 2(5), 808—818.

17



