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Abstrak 

Fluktuasi harga Tandan Buah Segar (TBS) kelapa sawit yang dipengaruhi harga Crude 

Palm Oil (CPO), Indeks K, dan dinamika pasar global menimbulkan ketidakpastian bagi 

petani dan pengepul dalam merencanakan penjualan. Penelitian ini mengembangkan 

aplikasi Android berbasis Kotlin untuk prediksi harga rata-rata TBS sekaligus 

menyediakan fitur pencatatan transaksi. Data historis TBS diproses melalui tahap 

preprocessing dan dimodelkan menggunakan metode machine learning, yaitu Random 

Forest Regressor dengan Linear Regression sebagai pembanding. Model terbaik 

diintegrasikan ke dalam aplikasi melalui API berbasis Flask serta didukung Firebase 

untuk autentikasi dan penyimpanan data, dengan pembaruan prediksi otomatis 

menggunakan cloud scheduler. Evaluasi menggunakan MAE, RMSE, dan R² 

menunjukkan bahwa Random Forest Regressor memberikan performa lebih baik dengan 

prediksi yang stabil dan mendekati kondisi nyata. Aplikasi yang dihasilkan dinilai layak 

sebagai sistem pendukung keputusan dalam prediksi harga tandan buah segar kelapa 

sawit. 

 

Kata Kunci: aplikasi android, machine learning, kelapa sawit, prediksi harga, random 

forest regressor, tandan buah segar. 

Abstract 

Fluctuations in the price of Fresh Fruit Bunches (FFB) of oil palm, influenced by Crude 

Palm Oil (CPO) prices, the K Index, and global market dynamics, create uncertainty for 

farmers and collectors when planning sales. This study aims to develop a Kotlin-based 

Android application to predict the average FFB price while providing a transaction-

recording feature. Historical FFB price data were preprocessed and modeled using 

machine learning techniques, specifically the Random Forest Regressor, with linear 

regression employed as a baseline model. The best-performing model was integrated into 

the application through a Flask-based API. Firebase was used to handle authentication 

and data storage, while a cloud scheduler enabled automatic prediction updates. 

Evaluation using MAE, RMSE, and R² indicated that the Random Forest Regressor 

outperformed Linear Regression, generating more stable predictions that closely reflect 

real-world conditions. The developed application is considered suitable as a decision 

support system for predicting oil palm FFB prices. 

 

Keywords: Android application, machine learning, palm oil, price prediction, random 

forest regressor, fresh fruit bunch (FFB). 

  



 

1. PENDAHULUAN 

Perkebunan kelapa sawit merupakan salah satu sektor strategis di Indonesia. Sektor ini berkontribusi 

signifikan terhadap perekonomian nasional maupun daerah. Memprediksi hasil panen kelapa sawit 

sangat penting untuk mengelola dan mengoptimalkan rantai pasok kelapa sawit secara efektif. Namun, 

harga Tandan Buah Segar (TBS) sering mengalami fluktuasi karena dipengaruhi berbagai faktor 

seperti harga Crude Palm Oil (CPO) global (Kohlscheen, 2024). Tidak hanya CPO terdapat faktor 

lain yang dapat mempengaruhi seperti indeks kualitas (Indeks K), harga inti sawit (IS), biaya 

operasional, dan faktor musiman (Wu et al., 2024). Fluktuasi harga minyak mentah juga berkaitan 

erat dengan fluktuasi harga minyak sawit, terutama ketika harga energi berfluktuasi secara signifikan 

(Yuhong et al., 2025). Kondisi – kondisi ini memberikan tantangan baru bagi para petani dan pengepul 

dalam merencanakan penjualan maupun pengelolaan keuangan, masalah yang dapat berpotensi 

menurunkan stabilitas pendapatan usaha kecil dan menengah. Informasi harga sebenarnya tersedia, 

namun waktu publikasinya tidak pasti sehingga menyulitkan perencanaan pengambilan keputusan. 

Kondisi ini meningkatkan risiko kerugian dan hilangnya peluang keuntungan akibat ketidakpastian 

harga.  

Fluktuasi harga TBS juga tidak bisa dilepaskan dari fluktuasi harga energi global yang 

memengaruhi harga CPO. Data harga komoditas energi umumnya bersifat tidak linier, berisik (noisy), 

dan sulit diprediksi menggunakan pendekatan linier konvensional, sehingga diperlukan model 

pembelajaran mesin yang mampu menangkap pola kompleks dalam data deret waktu (Jin & Xu, 

2024). Kebanyakan penelitian terdahulu lebih berfokus pada prediksi harga CPO global atau produksi 

sawit dengan pendekatan time-series berbasis deep learning seperti Long Short-Term Memory 

(LSTM) atau Gated Recurrent Unit (GRU) (Izzany et al., 2025). Kebaruan dari penelitian ini terletak 

pada integrasi model Random Forest Regressor langsung ke dalam aplikasi Android berbasis Kotlin 

dengan dukungan Firebase, sehingga hasil penelitian memiliki potensi penerapan praktis bagi 

pengepul skala kecil. Selain itu, penelitian ini dirancang dengan mempertimbangkan kebutuhan 

pengguna di lapangan, evaluasi model dari sisi akurasi maupun kegunaan aplikasi, serta fleksibilitas 

penerapan model baik secara online. 

Penelitian ini bertujuan untuk mengembangkan aplikasi Android berbasis Kotlin yang mampu 

mengintegrasikan pencatatan dengan modul prediksi harga TBS. Selain itu, ketersediaan aplikasi 

mobile yang mengintegrasikan pencatatan transaksi dengan prediksi harga TBS untuk membantu 

pengepul maupun petani kecil masih terbatas, padahal pendekatan berbasis Android telah terbukti 

efektif dalam mendukung kebutuhan petani di lapangan (Nugraha et al., 2023). Random Forest 

Regressor menurunkan RMSE hingga 68,7% dan MAE hingga 25,2% dibanding FFANN-BP dan 

DTR, menunjukkan keunggulan dalam prediksi dan penurunan kesalahan (Ding & Qie, 2022). 

Aplikasi dikembangkan untuk mendukung proses pencatatan dan pengelolaan data pengguna dengan 



 

menyediakan tempat pencatatan dan penyimpanan data yang diintegrasikan dengan Firebase, 

melakukan penerapan model Random Forest Regressor sebagai metode prediksi harga rata-rata TBS 

berdasarkan variabel input. Prediksi yang menggunakan Random Forest Regressor untuk prediksi 

harga kopi robusta sebagai komoditas pertanian lokal menunjukkan performa prediksi yang lebih 

stabil dibandingkan metode lain (Yunita et al., 2025). 

2. METODE 

Penelitian ini bertujuan mengembangkan aplikasi Android untuk memprediksi harga Tandan Buah Segar 

(TBS) kelapa sawit sebagai sarana pendukung pengambilan keputusan. Metode penelitian meliputi 

pengumpulan dataset, prapemrosesan data, pembangunan model machine learning, evaluasi kinerja 

model, serta integrasi model ke dalam aplikasi Android. Dataset diperoleh dari Sistem Informasi Pasar 

Produk Perkebunan Unggulan (SIPASBUN) yang dikelola oleh Kementerian Pertanian Republik 

Indonesia. Model terbaik diimplementasikan pada server berbasis Flask dan diintegrasikan ke aplikasi 

Android melalui Application Programming Interface (API). Pembaruan prediksi dilakukan secara 

otomatis menggunakan layanan cron-job.org. Alur penelitian ditunjukkan pada Gambar 1. 

 

Gambar 1. Diagram Alur Sistem 

2.1 Pengumpulan Dataset 

Dataset yang digunakan terdiri dari sekitar 3.300 baris data harga TBS dari 19 provinsi di Indonesia 

dengan periode waktu 2018–2025 dan resolusi mingguan. Setiap data memiliki sembilan atribut, yaitu 

Provinsi, Tahun, Bulan, Periode, Indeks K (%), Harga Crude Palm Oil (CPO), Harga Inti Sawit (IS), 

dan Harga Tandan Buah Segar (TBS). Variabel input meliputi faktor temporal dan harga komoditas 

pendukung, sedangkan Harga TBS digunakan sebagai variabel target. Pendekatan ini sejalan dengan 

penelitian sebelumnya yang memanfaatkan variabel harga komoditas dan faktor temporal dalam 

pemodelan prediksi harga berbasis pembelajaran mesin. 



 

2.2 Praproses Data 

Tahap prapemrosesan dilakukan untuk meningkatkan kualitas data sebelum pemodelan. Seluruh 

variabel numerik dikonversi ke format numerik yang sesuai, serta data dengan nilai target kosong atau 

nol dihapus. Penanganan outlier menggunakan metode quantile clipping (5%–95%) diterapkan pada 

skema evaluasi baseline. Metode ini tidak digunakan pada skema walk-forward validation untuk 

menjaga karakteristik alami data runtun waktu. Feature engineering dilakukan dengan menggabungkan 

variabel Bulan dan Periode menjadi fitur Bulan_Periode. Data kemudian diurutkan berdasarkan Tahun 

dan Bulan_Periode untuk menjaga urutan kronologis dan mencegah data leakage. Tahapan praproses 

data seperti normalisasi dan seleksi fitur telah terbukti berperan penting dalam meningkatkan kualitas 

data serta performa model pembelajaran mesin pada berbagai studi prediksi dan klasifikasi (Imaduddin 

et al., 2025). Normalisasi fitur menggunakan StandardScaler dapat meningkatkan kestabilan pelatihan 

model serta mencegah bias akibat perbedaan skala antar fitur (Nabila & Pamungkas, 2025). Oleh karena 

itu, StandardScaler diterapkan pada model Linear Regression, sedangkan pada Random Forest 

Regressor normalisasi tidak diperlukan karena model ini tidak sensitif terhadap skala fitur. Nilai-nilai 

yang tidak valid dalam kumpulan data dapat berasal dari kesalahan input, sehingga harus dibersihkan 

agar tidak mengganggu kinerja model (Aqbar & Supomo, 2023). 

2.3 Model Pembelajaran Mesin 

Model utama yang digunakan adalah Random Forest Regressor karena kemampuannya dalam 

menangani hubungan non-linear serta ketahanannya terhadap overfitting. Random Forest Regressor 

bekerja dengan membangun sejumlah pohon keputusan dan menghasilkan prediksi akhir melalui rata-

rata hasil prediksi setiap pohon. Beberapa penelitian lain menggunakan algoritma Linear Regression 

untuk memprediksi harga (Supriyanto et al., 2022). Random Forest Regressor merupakan metode 

ensemble learning berbasis decision tree yang bekerja dengan membangun sejumlah pohon keputusan 

menggunakan teknik bootstrap sampling. Prediksi akhir diperoleh dengan merata-ratakan hasil prediksi 

dari seluruh pohon, sebagaimana ditunjukkan pada Persamaan (1). 

𝑦̂  =  
1

𝐵
∑ 𝑇𝑏(𝑥)

𝐵

𝑏=1

                                                                      (1) 

dengan keterangan: 

B   = Jumlah pohon 

𝑇𝑏(𝑥)  = Hasil prediksi dari pohon ke-b 

𝑦̂  = Hasil prediksi akhir 

Sebagai baseline model, digunakan algoritma Linear Regression untuk memberikan gambaran 

performa dasar model regresi linier. Linear Regression dengan penerapan normalisasi fitur dan 



 

penanganan outlier untuk memastikan kestabilan pembelajaran model linier, sedangkan Random Forest 

Regressor tidak memerlukan normalisasi dan hanya menggunakan penanganan outlier pada skema 

baseline evaluasi. Model Linear Regression memprediksi nilai target berdasarkan hubungan linier antara 

variabel input dan output, Persamaan (2) menyajikan Rumus umum prediksi Linear Regression. 

𝑦 =  𝛽0 +  𝛽1𝑥1  + 𝛽2𝑥2  +  ⋯ +  𝛽𝑛𝑥𝑛  +  𝜖                                             (2) 

dengan keterangan: 

𝛽0   = intercept 

𝛽1, 𝛽2, … , 𝛽𝑛  = koefisien regresi 

𝜖   = error atau residual 

2.4 Evaluasi Model 

Evaluasi model dilakukan menggunakan dua skema, yaitu time-based split 80:20 sebagai evaluasi 

baseline dan walk-forward validation sebagai evaluasi utama. Metrik evaluasi yang digunakan meliputi 

Mean Absolute Error (MAE), Root Mean Squared Error (RMSE), dan koefisien determinasi (R²). 

Ketiga metrik tersebut dipilih karena mampu memberikan gambaran yang komprehensif mengenai 

akurasi dan kualitas prediksi model (Goh et al., 2024). Model terbaik ditentukan berdasarkan nilai MAE 

dan RMSE yang paling rendah serta nilai R² yang mendekati 1, yang menunjukkan bahwa model 

memiliki tingkat akurasi dan kemampuan generalisasi yang baik (Asnawi & Kurniawan, 2023). Pada 

walk-forward validation, model dilatih menggunakan data historis hingga periode tertentu dan 

digunakan untuk memprediksi periode berikutnya secara berurutan. Pendekatan ini dipilih karena lebih 

mencerminkan kondisi prediksi nyata serta mampu menghindari terjadinya data leakage pada data 

runtun waktu (Al-Saeedi et al., 2025). Oleh karena itu, penilaian performa model dalam penelitian ini 

lebih difokuskan pada hasil walk-forward validation sebagai skema evaluasi utama pada data deret 

waktu. 

2.4.1 Mean Absolute Error (MAE)  

Mean Absolute Error (MAE) digunakan untuk mengukur rata-rata nilai absolut selisih antara nilai aktual 

dan nilai prediksi. Nilai MAE yang lebih kecil menunjukkan bahwa prediksi model semakin mendekati 

nilai aktual dan memiliki tingkat kesalahan yang lebih rendah. MAE dipilih sebagai salah satu metrik 

evaluasi karena mudah diinterpretasikan dan memberikan gambaran langsung mengenai besarnya 

kesalahan prediksi dalam satuan yang sama dengan data asli, sebagaimana ditunjukkan pada Persamaan 

(3). 



 

𝑀𝐴𝐸 =  
1

𝑛
 ∑|𝑦𝑖 − 𝑦̂𝑖|

𝑛

𝑖=1

                                                                (3) 

dengan: 

𝑦𝑖 = nilai aktual ke-i 

𝑦̂𝑖 = nilai prediksi ke-i 

𝑛 = jumlah data 

2.4.2 Root Mean Squared Error (RMSE) 

Root Mean Squared Error (RMSE) digunakan untuk mengukur besarnya kesalahan prediksi dengan 

memberikan penalti yang lebih besar terhadap kesalahan ekstrem melalui proses pengkuadratan error. 

RMSE memiliki satuan yang sama dengan data aslinya sehingga memudahkan interpretasi hasil evaluasi 

dalam konteks nilai sebenarnya. Metrik ini sensitif terhadap outlier dan sering digunakan untuk menilai 

performa model pada data yang memiliki fluktuasi tinggi, sebagaimana dirumuskan pada Persamaan (4). 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑(𝑦𝑖 − 𝑦̂𝑖)2

𝑛

𝑖=1

                                                             (4) 

dengan: 

yi= nilai aktual pada observasi ke-i 

ŷi= nilai prediksi pada observasi ke-i 

n= jumlah data observasi 

2.4.3 Koefisien Determinasi (R²) 

Coefficient of Determination (R²) digunakan untuk mengetahui seberapa besar variasi data aktual dapat 

dijelaskan oleh model Random Forest Regressor. Nilai koefisien determinasi menunjukkan seberapa 

besar variabel independen mampu menjelaskan variabel dependen (Fairuzsyifa & Nugroho, 2024). Nilai 

R² berada pada rentang 0 hingga 1, di mana nilai yang lebih mendekati 1 menunjukkan model memiliki 

kemampuan prediksi yang lebih baik. Persamaan (5) menyajikan Rumus umum R². 

𝑅2 = 1 −
∑ (𝑦𝑖 − 𝑦̂𝑖)2𝑛

𝑖=1

∑ (𝑦𝑖 − 𝑦̅)2𝑛
𝑖=1

                                                               (5) 

dengan: 

𝑦 = rata-rata nilai aktual 

2.5 Konversi & Integrasi Model 



 

Model terbaik disimpan dalam bentuk file ter-serialisasi dan diintegrasikan ke aplikasi Android melalui 

API berbasis Flask. Aplikasi mengirimkan data input ke server, kemudian server mengembalikan hasil 

prediksi dalam format JSON. Pembaruan prediksi dilakukan secara berkala menggunakan layanan cron-

job.org tanpa memerlukan perubahan pada aplikasi Android. 

2.6 Pengembangan Aplikasi 

Pengembangan aplikasi Android ini dirancang menggunakan kerangka kerja Agile Scrum yang bersifat 

iteratif dan adaptif terhadap perubahan kebutuhan. Proses pengembangan dibagi menjadi empat tahap 

utama. Tahap pertama adalah perencanaan yang mencakup identifikasi kebutuhan pengguna (petani 

sawit dan pengepul), penentuan fitur utama seperti prediksi harga TBS, pencatatan transaksi, serta 

visualisasi tren harga, kemudian dituangkan ke dalam product backlog. Tahap kedua adalah desain 

antarmuka pengguna (UI/UX) berupa wireframe dan mockup, sekaligus perancangan arsitektur sistem 

yang menghubungkan aplikasi Android dengan server Flask melalui API.  

 
Gambar 2. Tampilan Home Aplikasi Prediksi Harga TBS 

Gambar 2 menampilkan rancangan tampilan home aplikasi prediksi harga TBS yang dirancang 

pada tahap ini. Tahap ketiga adalah implementasi yang mencakup pembangunan aplikasi menggunakan 

Kotlin di Android Studio, integrasi Firebase untuk autentikasi dan manajemen data transaksi, serta 

integrasi model Random Forest Regressor melalui API Flask untuk menghasilkan prediksi harga. Tahap 

keempat adalah pengujian dan penyempurnaan, di mana dilakukan uji fungsionalitas. Setelah dinyatakan 

memenuhi kebutuhan, aplikasi di-deploy dalam bentuk Android Package Kit (APK) untuk keperluan 

pengujian fungsional. 



 

3 HASIL DAN PEMBAHASAN 

Bab ini menyajikan hasil eksperimen dan pembahasan kinerja model prediksi harga Tandan Buah Segar 

(TBS) kelapa sawit yang dikembangkan dalam penelitian ini. Analisis difokuskan pada performa model 

Random Forest Regressor berbasis data deret waktu menggunakan evaluasi baseline dan pendekatan 

walk-forward validation sebagai metode utama pengujian. Selain itu, pembahasan juga mencakup 

perbandingan hasil prediksi terhadap nilai aktual serta analisis tingkat kesalahan prediksi untuk menilai 

keandalan model dalam memprediksi harga TBS. 

3.1  Sumber dan Karakteristik Data 

Dataset penelitian diperoleh dari Sistem Informasi Pasar Produk Perkebunan Unggulan (SIPASBUN) 

Kementerian Pertanian Republik Indonesia dan mencakup harga TBS periode 2018–2025. Dari total 19 

provinsi, delapan provinsi dipilih karena memiliki jumlah observasi yang memadai untuk evaluasi deret 

waktu. Setelah proses seleksi, sebanyak 2.144 baris data digunakan dari sekitar 3.300 data awal. Dataset 

terdiri dari sembilan atribut, dengan Harga TBS sebagai variabel target. Data bersifat mingguan dan 

menggunakan nilai rata-rata harga TBS untuk merepresentasikan kondisi harga secara umum pada setiap 

periode. Struktur dataset ditunjukkan pada Tabel 1. 

Tabel 1. Struktur dataset harga TBS kelapa sawit 

NO Provinsi TAHUN Bulan Periode INDEKS 

'K'(%) 

HARGA 

CPO(Rp) 

HARGA 

IS(Rp) 

HARGA 

TBS (Rp) 

0 ACEH 2018 8 1 80 6,882.93 5,050.00 1380.91 

1 ACEH 2018 9 1 78.8 6,808.37 5,570.84 1368.82 

2 ACEH 2018 10 1 80 6,850.49 5,480.57 1393.12 

3 ACEH 2018 11 1 80.56 6,062.00 4,945.38 1245.37 

4 ACEH 2018 12 2 75.1 5,481.13 3,963.81 1030.08 

... ... ... ... ... ... ... ... ... 

2144 SUMATERA 

UTARA 

2025 10 1 93.03 14,470.67 13,796.71 3653.03 

Data bersifat deret waktu mingguan, di mana atribut Periode merepresentasikan urutan minggu 

dalam setiap bulan. Nilai Harga TBS yang digunakan merupakan harga rata-rata dari berbagai kelompok 

umur tanaman kelapa sawit (3–25 tahun). Penggunaan nilai rata-rata ini bertujuan untuk 

merepresentasikan kondisi harga TBS secara umum pada setiap periode waktu, sehingga tren dan 

fluktuasi harga utama tetap dapat dianalisis tanpa terpengaruh oleh variasi ekstrem pada kelompok umur 

tertentu.  

3.2  Kinerja Model Prediksi Harga TBS per Provinsi 



 

Evaluasi kinerja model dilakukan menggunakan dua skema, yaitu time-based split 80:20 sebagai 

evaluasi baseline dan walk-forward validation dengan expanding window sebagai evaluasi utama. Hasil 

evaluasi baseline terdapat di Tabel 2. Model yang digunakan adalah Random Forest Regressor dengan 

konfigurasi parameter terbaik dan transformasi target logaritmik untuk meningkatkan stabilitas prediksi 

pada data dengan rentang nilai yang lebar.  

Tabel 2. Hasil evaluasi Random Forest Regressor dengan Time-Based Split 

Provinsi MAE (Rp) RMSE (Rp) R² 

Aceh 64.01 74.6 0.76 

Jambi 66.26 89.97 0.90 

Kalimantan Barat 42.11 51.13 0.93 

Kep. Bangka Belitung 720.73 3870.23 0.06 

Lampung 123.78 162.59 0.59 

Riau 69.18 94.33 0.93 

Sumatera Selatan 60.97 75.43 0.95 

Sumatera Utara 85.81 99.54 0.87 

Sebaliknya, beberapa provinsi menunjukkan nilai R² yang lebih rendah, yang mengindikasikan 

keterbatasan model dalam menjelaskan variasi harga TBS akibat tingginya volatilitas dan 

ketidakstabilan pola historis data. Keterbatasan evaluasi baseline pada data runtun waktu mendorong 

penggunaan walk-forward validation sebagai pendekatan evaluasi utama. Hasil evaluasi pada Tabel 3 

menunjukkan penurunan nilai MAE serta sebaran error yang lebih stabil pada hampir seluruh provinsi, 

sehingga menegaskan bahwa evaluasi berbasis waktu lebih representatif terhadap kondisi prediksi di 

dunia nyata. 

Tabel 3. Hasil evaluasi Random Forest Regressor dengan walk-forward validation 

Provinsi MAE Standar Deviasi Error (STD) 

Aceh 49.14 64.44 

Jambi 39.97 46.87 

Kalimantan Barat 54.61 73.84 

Kep. Bangka Belitung 146.3 1503.07 

Lampung 191.68 404.33 

Riau 45.68 63.41 

Sumatera Selatan 176.33 1410.49 

Sumatera Utara 41.17 50.73 

Provinsi Jambi, Riau, Sumatera Utara, Aceh, dan Kalimantan Barat menunjukkan performa 



 

terbaik dengan nilai MAE dan standar deviasi error (STD) yang rendah, menandakan prediksi yang 

konsisten. Sebaliknya, Kepulauan Bangka Belitung dan Sumatera Selatan masih menunjukkan error 

yang relatif besar akibat tingginya volatilitas harga dan keterbatasan kestabilan data historis. Sebagai 

ilustrasi, disajikan contoh perhitungan metrik evaluasi menggunakan data uji pada skema time-based 

split (n = 40) pada Provinsi Kalimantan Barat, yang dipilih karena menunjukkan performa model yang 

stabil dan konsisten pada tahap evaluasi sebelumnya. Berdasarkan data aktual dan hasil prediksi model 

Random Forest Regressor yang ditampilkan pada Tabel 4, diperoleh nilai MAE sebesar 42.11, RMSE 

sebesar 51.13, dan nilai R² sebesar 0.93. Nilai MAE dan RMSE yang relatif kecil menunjukkan bahwa 

selisih antara nilai aktual dan nilai prediksi berada pada tingkat yang rendah.  

Tabel 4. Data Aktual dan Prediksi evaluasi Split-data 

NO Harga Aktual (Rp) Harga Prediksi (Rp) 

1 2370.62 2372.84 

2 2311.98 2308.56 

... ... ... 

40 3149.59 3210.53 

3.2.1 Perhitungan Mean Absolute Error (MAE) 

Mean Absolute Error (MAE) dihitung sebagai rata-rata dari selisih absolut antara nilai aktual dan nilai 

prediksi. Berdasarkan Tabel 4, beberapa contoh perhitungan error absolut adalah sebagai berikut: 

Data ke-1 |2370.62 – 2372.84| = 2.22 

Data ke-2 |2311.98 – 2308.56| = 3.41 

⋯ 

Data ke-40 |3149.59 – 3210.53| = 60.94 

Jumlah keseluruhan error absolut dari 40 data adalah sebesar 1684,29 kemudian MAE diperoleh 

42,10735903 dan Dibulatkan 2 desimal sehingga nilai akhirnya 42,11. Dengan demikian, 

berdasarkan Persamaan 3. Nilai MAE diperoleh sebagai berikut: 

MAE =
1684,29

40
= 42.11 

3.2.2 Perhitungan Root Mean Squared Error (RMSE) 

Root Mean Squared Error (RMSE) dihitung berdasarkan kuadrat selisih antara nilai aktual dan nilai 

prediksi, kemudian dirata-ratakan dan diakarkan. Contoh perhitungan error kuadrat berdasarkan Tabel 

4 adalah sebagai berikut: 

Data ke-1 (2370.62 −  2372.84)2 = 4.94  



 

Data ke-2 (2311.98 −  2308.56)2 =  11.64 

⋯ 

Data ke-40 (3149.59 −  3210.53)2 = 3714.11 

Nilai RMSE dihitung berdasarkan Persamaan 4. Berdasarkan data pada Tabel 4, diperoleh total error 

kuadrat sebesar 104.567,06, sehingga nilai RMSE adalah:  

RMSE = √
104567.06

40
= √2614.17 = 51.13 

3.2.3 Perhitungan Koefisien Determinasi (R²) 

Koefisien determinasi (R²) digunakan untuk mengukur proporsi variasi nilai aktual yang dapat dijelaskan 

oleh model prediksi. Perhitungan R² dilakukan berdasarkan Persamaan 5. Langkah pertama adalah 

menghitung nilai rata-rata harga TBS aktual (ȳ) dari 40 data uji, sebagaimana ditunjukkan pada 

Persamaan 6. Berdasarkan data Tabel 4, diperoleh nilai 2735.63. 

𝑦̄ =
1

40
∑ 𝑦𝑖                                                                       (6)

40

𝑖=1

 

Selanjutnya, nilai Total Sum of Squares (TSS) dihitung sebagai jumlah kuadrat selisih antara nilai aktual 

dan nilai rata-rata, yang secara matematis ditunjukkan pada Persamaan 7: 

TSS = ∑(

40

𝑖=1

𝑦𝑖 − 𝑦̄)2                                                                (7) 

Beberapa contoh perhitungan TSS berdasarkan data pada Tabel 4 adalah sebagai berikut: 

Data ke-1 (2370.62 − 2735.63)2 = 133232.30  

Data ke-2 (2311.98 −  2735.63)2 = 179479.32 

⋯  

Data ke-40 (3149.59 −  2735.63)2 = 171,362.88 

Berdasarkan seluruh data uji, diperoleh nilai TSS sebesar 1,716,179.69, sedangkan nilai Residual Sum 

of Squares (RSS) yang diperoleh dari perhitungan RMSE sebelumnya adalah 104,567.06. Koefisien 

determinasi (R²) dihitung berdasarkan Persamaan 8. 

𝑅2 = 1 −
RSS

TSS
                                                                          (8) 

dengan: 

RSS = ∑(𝑦𝑖 − 𝑦̂𝑖)
2, 

TSS = ∑(𝑦𝑖 − 𝑦̄)2, 



 

𝑦̄= rata-rata nilai aktual. 

Berdasarkan perhitungan, diperoleh: 

RSS = 104,567.06 

TSS = 1,716,179.69 

Sehingga: 

𝑅2 = 1 −
104,567.06

1,716,179.69
= 0.9391 

Nilai R² sebesar 0.9391 menunjukkan bahwa sekitar 93,91% variasi harga TBS aktual pada data uji dapat 

dijelaskan oleh model Random Forest Regressor, yang menandakan kemampuan prediksi model yang 

sangat baik. 

3.2.4 Perhitungan Walk-Forward Validation 

Pada skema walk-forward validation, proses prediksi dilakukan secara bertahap dengan memperluas 

data latih seiring waktu. Setelah setiap prediksi, nilai aktual ditambahkan ke data latih untuk iterasi 

berikutnya. Error didefinisikan sebagai selisih antara nilai aktual dan nilai prediksi, sedangkan absolute 

error merupakan nilai absolut dari error tersebut. Contoh sederhana ditunjukkan pada Tabel 5. 

Tabel 5. Data Aktual dan Prediksi Walk-forward validation 

Iterasi Harga Aktual (Rp) Harga Prediksi (Rp) error absolute error 

1 1203.04 1253.94 -50.90 50.90 

2 1296.45 1327.02 -30.57 30.57 

… … … … ... 

163 3149.59 3145.17 4.41 4.41 

Evaluasi dilakukan dengan menghitung MAE dan STD dari seluruh periode prediksi. Untuk 

Provinsi Kalimantan Barat, diperoleh nilai MAE sebesar 54,61 dengan STD sebesar 73,84, yang 

menunjukkan bahwa meskipun terdapat fluktuasi harga, model tetap mampu memberikan prediksi yang 

relatif stabil sepanjang periode pengujian. Skema ini lebih mencerminkan kondisi prediksi di dunia nyata 

dibandingkan evaluasi berbasis split statis. Hasil walk-forward Kalimantan Barat: 

MAE =
8900.66

163
= 54.61 

STD dihitung untuk mengukur sebaran kesalahan prediksi menggunakan rumus, Persamaan (9) 

menyajikan Rumus umum STD: 

STD = √
1

𝑛 − 1
∑(

𝑛

𝑖=1

𝑒𝑖 − 𝑒̄)2                                                     (9) 



 

Dengan: 

𝑛 = 163 

∑(𝑒𝑖 − 𝑒̄)2 =  883.280,70 

Sehingga: 

𝑆𝑇𝐷 = √
883.280,70

162
= √5452.35 = 73.84 

3.3  Perbandingan dengan Model Linear Regression 

Sebagai pembanding, dilakukan evaluasi model Linear Regression menggunakan skema time-based split 

80:20. Hasil evaluasi ditunjukkan pada Tabel 6. Linear Regression menghasilkan error yang lebih tinggi 

dan nilai R² yang lebih rendah dibandingkan Random Forest Regressor pada sebagian besar provinsi. 

Perbandingan ini menegaskan bahwa Random Forest Regressor lebih sesuai untuk memodelkan data 

harga TBS yang memiliki pola kompleks dan fluktuatif. 

Tabel 6. Hasil evaluasi Linear Regression time-based split dengan penanganan outlier 

Provinsi LR_MAE LR_RMSE LR_R2 

ACEH 113.99 132.82 0.25 

JAMBI 69.93 86.90 0.90 

KALIMANTAN BARAT 79.60 88.69 0.80 

KEPULAUAN BANGKA BELITUNG 784.96 3924.62 0.05 

LAMPUNG 385.29 470.14 -2.37 

RIAU 68.08 84.12 0.95 

SUMATERA SELATAN 129.49 172.81 0.75 

SUMATERA UTARA 109.61 122.77 0.80 

Hasil evaluasi menunjukkan bahwa model Linear Regression menghasilkan error yang lebih 

tinggi serta nilai R² yang lebih rendah dibandingkan Random Forest Regressor pada sebagian besar 

provinsi. Bahkan, pada beberapa provinsi seperti Lampung dan Sumatera Selatan, diperoleh nilai R² 

negatif yang menunjukkan bahwa model gagal merepresentasikan data pada provinsi dengan volatilitas 

ekstrem. Perbandingan kinerja pada Tabel 7 menunjukkan bahwa Random Forest Regressor secara 

konsisten memberikan performa yang lebih unggul, terutama pada data dengan pola non-linear, sehingga 

lebih sesuai untuk memodelkan hubungan antara variabel input dan harga TBS.Temuan ini menunjukkan 

bahwa pendekatan berbasis ensemble lebih mampu menangkap kompleksitas hubungan antar variabel 

dibandingkan model linear sederhana. Selain itu, konsistensi nilai error yang lebih rendah 

mengindikasikan kemampuan generalisasi model Random Forest yang lebih baik terhadap variasi data 

antar provinsi. 



 

Tabel 7. Hasil evaluasi Random Forest Regressor time-based split dengan penanganan outlier 

Provinsi RF_MAE RF_RMSE RF_R2 

ACEH 139.27 184.62 -0.44 

JAMBI 85.85 115.02 0.84 

KALIMANTAN BARAT 42.11 54.10 0.93 

KEPULAUAN BANGKA BELITUNG 720.14 3865.45 0.06 

LAMPUNG 150.55 202.07 0.37 

RIAU 97.06 151.71 0.84 

SUMATERA SELATAN 678.06 994.73 -6.88 

SUMATERA UTARA 98.96 139.95 0.75 

3.4  Analisis Atribut Penting dalam Prediksi Harga TBS 

Analisis feature importance dilakukan untuk mengidentifikasi kontribusi masing-masing atribut dalam 

memprediksi harga Tandan Buah Segar (TBS) menggunakan model Random Forest Regressor. 

Visualisasi pada Gambar 3 menampilkan nilai Shapley Additive Explanations (SHAP) sebagai indikator 

pengaruh setiap variabel terhadap output model. Berdasarkan hasil tersebut, Harga CPO (Rp) merupakan 

variabel paling dominan dalam menentukan prediksi harga TBS. Nilai SHAP yang memiliki sebaran 

paling luas menunjukkan bahwa perubahan Harga CPO memberikan dampak terbesar terhadap kenaikan 

maupun penurunan hasil prediksi. Harga CPO yang tinggi cenderung meningkatkan prediksi harga TBS, 

sedangkan nilai yang rendah menurunkannya. Harga IS (Rp) menjadi faktor dengan kontribusi terbesar 

kedua setelah Harga CPO, meskipun tingkat pengaruhnya lebih kecil. Hal ini menunjukkan bahwa harga 

inti sawit tetap berperan dalam pembentukan harga TBS, namun tidak sekuat pengaruh Harga CPO. 

Sementara itu, Indeks K (%) memiliki nilai SHAP yang relatif kecil dan terkonsentrasi di sekitar nol, 

sehingga pengaruhnya terhadap prediksi bersifat terbatas. Variabel temporal, yaitu bulan periode dan 

tahun, menunjukkan nilai SHAP yang sangat kecil dan hampir tidak berkontribusi terhadap output 

model. Secara keseluruhan, hasil ini menunjukkan bahwa model lebih menekankan hubungan antar 

variabel harga dibandingkan faktor musiman atau tren waktu, sehingga selaras dengan dinamika 

ekonomi industri kelapa sawit. 

 

 

Gambar 3. Visualisasi pengaruh atribut terhadap prediksi harga TBS menggunakan SHAP 

3.5  Implementasi pada Aplikasi 



 

Implementasi model prediksi harga Tandan Buah Segar (TBS) pada penelitian ini diwujudkan dalam 

bentuk aplikasi Android yang dirancang untuk membantu petani dan pengepul kelapa sawit dalam 

melakukan pencatatan transaksi serta memperoleh informasi prediksi harga TBS secara praktis. Aplikasi 

dikembangkan menggunakan bahasa pemrograman Kotlin pada Android Studio dan terintegrasi dengan 

model Random Forest Regressor melalui layanan API. 

3.5.1 Arsitektur Sistem Aplikasi 

Arsitektur sistem aplikasi terdiri dari tiga komponen utama, yaitu aplikasi Android sebagai antarmuka 

pengguna, server backend berbasis Flask sebagai pengelola model prediksi, serta Firebase sebagai 

layanan penyimpanan dan autentikasi data. Aplikasi Android berfungsi sebagai media input dan output 

bagi pengguna, sementara proses prediksi harga dilakukan sepenuhnya di sisi server. Model Random 

Forest Regressor yang telah dilatih sebelumnya disimpan pada server dan digunakan untuk 

menghasilkan prediksi berdasarkan data input yang dikirimkan oleh aplikasi. Alur kerja sistem dimulai 

ketika pengguna memasukkan data atau memilih periode prediksi pada aplikasi Android. Data tersebut 

kemudian dikirim ke server Flask melalui API dalam format JSON. Server memproses data 

menggunakan model Random Forest Regressor dan mengembalikan hasil prediksi harga TBS ke aplikasi 

untuk ditampilkan kepada pengguna.  

3.5.2 Lingkungan dan Teknologi Implementasi 

Pengembangan aplikasi Android dilakukan menggunakan Android Studio dengan bahasa pemrograman 

Kotlin. Firebase digunakan untuk mendukung autentikasi pengguna serta penyimpanan data pencatatan 

transaksi secara terpusat. Model Random Forest Regressor dibangun menggunakan bahasa Python 

dengan pustaka scikit-learn dan dijalankan pada server berbasis Flask. Komunikasi antara aplikasi 

Android dan server dilakukan menggunakan protokol HTTP melalui API RESTful. Untuk menjaga 

keberlanjutan data prediksi, pembaruan data dilakukan secara otomatis setiap minggu menggunakan 

layanan cron-job.org. 

3.5.3 Integrasi Model Prediksi 

Model Random Forest Regressor yang telah melalui tahap pelatihan dan evaluasi disimpan dalam bentuk 

file ter-serialisasi. Pada tahap implementasi, model tersebut dimuat kembali pada server Flask untuk 

melayani permintaan prediksi dari aplikasi Android. Data input yang dikirimkan aplikasi diproses 

menggunakan skema prapemrosesan yang sama seperti pada tahap pelatihan model, guna menjaga 

konsistensi dan akurasi hasil prediksi. Hasil prediksi kemudian dikirimkan kembali ke aplikasi dalam 

bentuk nilai harga TBS yang diperkirakan untuk periode tertentu. 

3.5.4 Antarmuka Pengguna Aplikasi 



 

Aplikasi Android menyediakan antarmuka yang sederhana dan mudah digunakan oleh pengguna. Fitur 

utama aplikasi meliputi pencatatan transaksi harga TBS, tampilan prediksi harga TBS, serta visualisasi 

tren harga dalam bentuk grafik. Pengguna dapat mengakses hasil prediksi secara langsung tanpa perlu 

memahami proses teknis pemodelan. Tampilan antarmuka dirancang untuk memudahkan pengguna 

lapangan dalam memperoleh informasi harga TBS secara cepat dan efisien. Contoh tampilan halaman 

utama aplikasi prediksi harga TBS ditunjukkan pada Gambar 4. 

 

Gambar 4. Halaman Utama 

3.5.5 Hasil Implementasi 

Hasil implementasi menunjukkan bahwa aplikasi mampu menampilkan prediksi harga TBS berdasarkan 

model Random Forest Regressor dengan respons yang cepat dan stabil. Prediksi yang dihasilkan 

mengikuti pola pergerakan harga aktual dan dapat digunakan sebagai informasi pendukung dalam 

pengambilan keputusan. Integrasi model ke dalam aplikasi Android membuktikan bahwa hasil penelitian 

ini tidak hanya bersifat akademis, tetapi juga dapat diterapkan secara langsung dalam konteks 

penggunaan nyata. 

3.5.6 Keterbatasan Implementasi Aplikasi 

Implementasi aplikasi prediksi harga TBS masih memiliki beberapa keterbatasan. Proses prediksi 

bergantung pada koneksi internet karena perhitungan dilakukan pada server melalui API, sehingga 

aplikasi tidak dapat digunakan secara optimal pada kondisi jaringan yang terbatas. Selain itu, model 

belum dijalankan secara langsung di perangkat Android, sehingga performa sistem masih bergantung 



 

pada ketersediaan dan stabilitas server. Pembaruan data dan prediksi juga dilakukan secara berkala, 

belum bersifat real-time, sehingga respons terhadap perubahan harga mendadak masih terbatas. 

3.6  Pengujian System Usability Scale 

Pengujian usability pada aplikasi yang dikembangkan dilakukan menggunakan metode System Usability 

Scale (SUS). Metode SUS dipilih karena bersifat sederhana, reliabel, serta banyak digunakan dalam 

evaluasi usability pada sistem berbasis perangkat lunak. Pengujian ini bertujuan untuk mengukur tingkat 

kemudahan penggunaan (usability) dan tingkat penerimaan pengguna terhadap aplikasi. Instrumen SUS 

terdiri dari 10 pernyataan (Q1–Q10) yang disusun dalam bentuk kuesioner dengan skala Likert 1 sampai 

5. Pengujian ini melibatkan 30 responden yang telah menggunakan aplikasi. 

Tabel 8. Pengujian System Usability Scale (SUS) 

Responden Q1 Q2 Q3 Q4 Q5 Q6 Q7 Q8 Q9 Q10 jumlah Nilai  

X 2,5 

1 5 1 5 1 5 1 5 1 5 1 30 75                                                            

2 5 2 5 2 4 1 4 1 5 1 30 75 

3 4 1 4 1 5 2 4 1 4 2 28 70 

4 3 1 5 1 5 1 5 2 4 4 31 77,5 

5 5 1 5 1 5 1 5 1 5 2 31 77,5 

6 5 4 3 4 2 3 3 2 4 3 33 82,5 

7 4 3 4 4 5 2 5 2 4 5 38 95 

8 2 3 3 2 3 3 3 2 2 5 28 70 

9 3 2 4 2 4 2 4 2 4 2 29 72,5 

10 4 3 4 5 4 2 3 2 4 5 36 90 

11 4 4 2 3 5 2 2 3 2 5 32 80 

12 5 2 4 2 4 2 4 2 5 3 33 82,5 

13 3 2 2 2 3 2 3 2 3 3 25 62,5 

14 4 1 5 2 3 2 5 1 5 1 29 72,5 

15 3 3 4 2 4 2 5 2 4 3 32 80 

16 5 2 4 1 4 2 5 1 5 2 31 77,5 

17 2 2 4 4 5 1 2 3 4 5 32 80 

18 5 3 4 1 5 2 3 2 4 1 30 75 

19 4 1 5 2 5 1 4 2 5 3 32 80 

20 4 4 4 4 4 4 4 4 4 4 40 100 

21 4 2 4 3 4 1 3 3 3 4 31 77,5 

22 5 2 4 5 5 1 4 2 4 4 36 90 

23 3 3 3 4 4 2 3 3 3 4 32 80 

24 2 1 5 2 5 1 4 2 4 3 29 72,5 

25 4 2 4 5 4 3 4 2 4 1 33 82,5 

26 4 2 4 3 4 2 4 2 4 4 33 82,5 

27 4 2 5 1 5 1 5 1 1 2 27 67,5 

28 4 2 5 2 5 1 3 2 5 2 31 77,5 

29 4 1 5 3 4 1 4 2 5 3 32 80 

30 4 1 5 1 5 1 4 1 5 2 29 72,5 

JUMLAH 984 2460 

RATA-RATA HASIL AKHIR  82 



 

Perhitungan skor System Usability Scale dilakukan dengan mengonversi jawaban responden 

menjadi skor kontribusi. Untuk pernyataan bernomor ganjil, yaitu Q1, Q3, Q5, Q7, dan Q9, skor 

kontribusi diperoleh dengan mengurangi nilai jawaban responden dengan angka 1. Sementara itu, untuk 

pernyataan bernomor genap, yaitu Q2, Q4, Q6, Q8, dan Q10, skor kontribusi diperoleh dengan 

mengurangkan nilai jawaban responden dari angka 5. Seluruh skor kontribusi dari sepuluh pernyataan 

kemudian dijumlahkan untuk memperoleh skor total masing-masing responden, yang selanjutnya 

dikalikan dengan faktor 2,5 untuk menghasilkan nilai akhir System Usability Scale dalam rentang 0 

sampai 100. Hasil perhitungan skor SUS untuk seluruh responden ditampilkan pada Tabel 8. 

Berdasarkan hasil tersebut, diperoleh total skor sebesar 2460 dengan nilai rata-rata SUS sebesar 82. Nilai 

rata-rata SUS sebesar 82 menunjukkan bahwa aplikasi yang dikembangkan memiliki tingkat usability 

yang tinggi. Mengacu pada klasifikasi skor SUS menurut (Bangor et al., 2008). Visualisasi hasil 

penilaian System Usability Scale ditampilkan pada Gambar 5 untuk memperjelas distribusi skor usability 

yang diperoleh. nilai tersebut termasuk dalam kategori Grade B atau Excellent, yang mengindikasikan 

bahwa aplikasi dapat diterima dengan cukup baik oleh pengguna. Visualisasi distribusi skor System 

Usability Scale ditampilkan pada Gambar 5 untuk memperjelas sebaran tingkat usability berdasarkan 

penilaian responden. 

 
Gambar 5. Penilaian System Usability Scale 

3.7  Implikasi dan Keterbatasan Penelitian 

Secara keseluruhan, hasil penelitian menunjukkan bahwa algoritma Random Forest Regressor mampu 

memberikan prediksi harga TBS yang cukup andal pada sebagian besar provinsi, terutama ketika 

dievaluasi menggunakan pendekatan walk-forward validation. Random Forest Regressor terbukti 

memberikan performa yang lebih baik dalam memprediksi harga dibandingkan metode linier (Wijaya 

& Fauziah, 2023). Oleh karena itu, model ini dinilai layak untuk diintegrasikan ke dalam aplikasi 

berbasis Android sebagai sistem pendukung keputusan. Prediksi harga TBS yang dihasilkan diharapkan 

dapat membantu petani dan pemangku kepentingan dalam memperkirakan tren harga mingguan serta 

merencanakan waktu panen secara lebih optimal. Namun, hasil prediksi yang dihasilkan oleh sistem ini bersifat 

informatif dan tidak dimaksudkan sebagai penentu harga mutlak. Penelitian ini memiliki beberapa 

keterbatasan. Model yang dikembangkan hanya memanfaatkan variabel harga dan faktor temporal, tanpa 



 

mempertimbangkan faktor eksternal lain seperti curah hujan, kondisi cuaca, kebijakan pemerintah, 

maupun biaya distribusi. Selain itu, kualitas prediksi sangat bergantung pada kestabilan dan kelengkapan 

data historis pada masing-masing provinsi, sehingga performa model dapat menurun pada wilayah 

dengan tingkat volatilitas harga yang tinggi. 

4 PENUTUP 

Berdasarkan hasil penelitian, algoritma Random Forest Regressor terbukti mampu memprediksi harga 

Tandan Buah Segar (TBS) kelapa sawit dengan tingkat akurasi yang baik pada sebagian besar provinsi 

di Indonesia. Evaluasi menggunakan pendekatan walk-forward validation menunjukkan bahwa model 

menghasilkan nilai MAE serta sebaran error yang relatif rendah dan stabil, sehingga lebih 

merepresentasikan kondisi prediksi di dunia nyata dibandingkan metode evaluasi berbasis pembagian 

data statis. Hasil perbandingan dengan Linear Regression menunjukkan bahwa Random Forest 

Regressor secara konsisten menghasilkan kesalahan prediksi yang lebih kecil serta nilai koefisien 

determinasi (R²) yang lebih tinggi, terutama pada data harga TBS yang bersifat non-linear dan 

fluktuatif. Hal ini menegaskan bahwa model Random Forest Regressor lebih sesuai untuk 

memodelkan pola harga TBS yang kompleks dan dinamis. Model prediksi yang dikembangkan 

berhasil diintegrasikan ke dalam aplikasi Android berbasis Kotlin dengan dukungan API Flask dan 

Firebase. Aplikasi mampu menyajikan informasi prediksi harga TBS secara praktis dan mudah 

digunakan, serta menunjukkan tingkat usability yang baik, sehingga berpotensi dimanfaatkan sebagai 

sistem pendukung pengambilan keputusan bagi petani dan pengepul kelapa sawit dalam 

merencanakan aktivitas produksi dan penjualan. 
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