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Abstrak

Stroke menjadi penyebab kematian nomor dua di dunia pada tahun 2019 dan posisinya
masih tetap pada tahun 2022. Untuk mencegah komplikasi yang lebih serius, penting
untuk mendeteksi stroke dengan segera. Penelitian ini bertujuan untuk membandingkan
performa algoritma XGBoost yang dioptimasi menggunakan berbagai macam metode
hyperparameter tuning serta menentukan metode yang menghasilkan performa prediktif
terbaik dan kompleksitas komputasi yang lebih rendah dengan dataset stroke. Algoritma
XGBoost memiliki keunggulan dalam mendukung penerapan regularisasi untuk
menghindari overfitting dan meningkatkan generalisasi model. Metode yang digunakan
untuk mengombinasi XGBoost di antaranya adalah Grid Search CV, Random Search, dan
Bayesian Optimization. Hasil pengujian menunjukkan bahwa Bayesian Optimization
memberikan penerapan yang paling seimbang antara performa dan efisiensi waktu
komputasi.

Kata Kunci: xgboost, hyperparameter tuning, klasifikasi, stroke.
Abstract

Stroke was the second leading cause of death worldwide in 2019 and remains so in 2022.
To prevent more serious complications, it is important to detect stroke immediately. This
study aims to compare the performance of the XGBoost algorithm optimized using various
hyperparameter tuning methods and determine the method that produces the best
predictive performance and lower computational complexity with a stroke dataset. The
XGBoost algorithm has the advantage of supporting the application of regularization to
avoid overfitting and improve model generalization. The methods used to combine
XGBoost include Grid Search CV, Random Search, and Bayesian Optimization. The test
results show that Bayesian Optimization provides the most balanced application between
performance and computational time efficiency.
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1.PENDAHULUAN

Otak adalah organ manusia yang kompleks dan terdiri dari sel-sel saraf yang bertanggung jawab atas
semua sensasi dan sinyal yang membuat tubuh manusia berpikir, berbicara bergerak, dan
mendatangkan respon terhadap keadaan atau kejadian (Setiawan, 2020). Salah satu penyakit di dalam
otak adalah gangguan peredaran darah otak dengan gejala klinis berupa gangguan fungsi motorik
yang biasa disebut stroke (Othadinar et al., 2019). Stroke menjadi penyebab kematian nomor dua di
dunia pada tahun 2019 dengan lebih dari 13 juta kasus setiap tahunnya (Lindsay et al., 2019) dan
posisinya masih tetap pada tahun 2022 tetapi mengalami penurunan kasus dengan jumlah lebih dari
12 juta (Feigin et al., 2022).

Secara global, di antara tahun 1990 dan 2019 terjadi peningkatan yang signifikan (peningkatan
kejadian stroke menjadi 70,0%, kematian akibat stroke menjadi 43,0%, prevalensi stroke menjadi
102,0%, dan DAY Ls menjadi 143,0%) dan jika di negara berpenghasilan rendah dan menengah ke
bawah, mayoritas beban stroke dalam global adalah 86,0% kematian dan 89,0% DALY (Feigin et
al., 2022). Benua Afrika yang mayoritas terdiri dari negara berpenghasilan rendah dan menengah
mempunyai kasus stroke 2-3 kali lebih tinggi dan prevalensi stroke lebih tinggi jika dibandingkan
dengan Eropa Barat dan Amerika Serikat, kedua wilayah tersebut termasuk berpenghasilan tinggi
(Akinyemi et al., 2021).

Untuk mengatasi masalah ini diperlukan algoritma machine learning yang memiliki performa
baik sehingga dapat mendeteksi stroke dengan akurasi yang tepat. Salah satunya adalah algoritma
Extreme Gradient Boosting (XGBoost) yang sering dipakai pada penelitian bidang kesehatan dan
menunjukkan performa yang bagus. Algoritma ini memiliki keunggulan dalam mendukung
penerapan regularisasi untuk menghindari overfitting model (Sagi & Rokach, 2021). Penelitian yang
pernah dilakukan sebelumnya oleh Anggoro tahun 2021 yaitu melakukan perbandingan antara Grid
Search CV dan Random Search dengan menggunakan algoritma XGBoost pada dataset penyakit
gagal ginjal kronis. Penelitian tersebut menyebutkan bahwa metode Grid Search CV dapat
menemukan kombinasi hyperparameter terbaik dan menghasilkan nilai terbaik, dengan akurasi
99.28% dan f-measure 0.9942 (Anggoro & Mukti, 2021). Penelitian lain yang dilakukan oleh Prabha
tahun 2021, bertujuan untuk mendeteksi penyakit diabetes mellitus non-invasif. Menggunakan
algoritma yang dipakai seperti Naive Bayes, Support Vector Machine (SVM), Deep Learning,
Generalized Vector Space Model (GVSM), XGBoost. Algoritma XGBoost mempunyai tingkat
akurasi yang paling baik yakni 99.93 % (Prabha et al., 2021).

Penelitian terdahulu dalam dataset yang masih sama yaitu penyakit stroke menunjukkan hasil

akurasi yang masih rendah. Penelitian yang dilakukan Prentzas tahun 2019, melakukan integrasi
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machine learning dengan penalaran simbolis untuk membangun model Artificial Intelligence (Al)
yang menggunakan dataset stroke dengan menggunakan algoritma random forest dan SVM. Hasilnya
menunjukkan bahwa Random Forest memiliki akurasi sebesar 78% dan SVM memiliki akurasi
sebesar 74% (Prentzas et al., 2019). Penelitian yang lain menggunakan algoritma Deep Neural
Networks (DNN) dengan tambahan hyperparameter optimization yang memiliki hasil akurasi sebesar
71,6% (T. Liu et al., 2019).

Berdasarkan uraian di atas, penelitian ini akan menggunakan algoritma XGBoost dan berbagai
macam hyperparameter tuning untuk menghasilkan parameter yang terbaik. Hyperparameter tuning
adalah proses mengembangkan dan mengimplementasikan metode yang ditujukan untuk
menganalisis efek dan interaksi hyperparameter untuk memungkinkan pembelajaran dan pemahaman
(Bartz-beielstein & Zaefferer, 2023). Sehingga penelitian ini bertujuan untuk membandingkan
performa algoritma XGBoost yang dioptimasi menggunakan berbagai macam metode
hyperparameter tuning serta menentukan metode yang menghasilkan performa prediktif terbaik dan
kompleksitas komputasi yang lebih rendah.

2. METODE

Penelitian ini akan dilakukan tahapan — tahapan penelitian meliputi pengumpulan data (data
collection), pre-processing, implementasi model XGBoost sebagai model dasar (baseline model),
implementasi berbagai macam hyperparameter tuning ke dalam model XGBoost, dan Evaluasi
model. Flowchart untuk penelitian ini dapat dilihat dalam Gambar 1. Dalam penelitian ini bahasa
python digunakan sebagai alat utama untuk analisis dan visualisasi data.

Hyperparameter Tuning

Grid Search CV

i Data Collection ;LD Preprocessing [——> XGBoost Random Search Model Evaluation

Bayesian
Optimization

Gambar 1. Flowchart
2.1 Pengumpulan Data

Tindakan pertama dalam melakukan penelitian ini adalah pengumpulan data. Dataset yang digunakan
adalah data valid yang didapatkan dari kaggle (Stroke Prediction Dataset, 2021). Dataset diupload
oleh Federico Soriano Palacios, seorang ilmuwan data yang telah meraih peringkat grandmaster di
kaggle. Dataset prediksi stroke ini terdiri dari 5110 data dan 12 atribut. Pada atribut stroke berfungsi

untuk memperlihatkan hasil kemungkinan risiko stroke yang nilainya berupa 0 atau 1. Nilai 0
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mengindikasikan bahwa tidak ada risiko stroke sedangkan nilai 1 mengindikasikan kemungkinan
risiko stroke. Dataset stroke ini memiliki nilai 1 hanya 249 dari 5110 data yang menunjukkan bahwa
dataset tidak seimbang oleh karena itu dibutuhkan Pra-pemrosesan data di tindakan berikutnya untuk
menyeimbangkan data supaya hasil akurasinya menjadi bagus. Terdapat rangkuman dari variabel dan
atribut dari dataset stroke pada Tabel 1.

Tabel 1. Variabel dan Atribut Penderita Stroke

Variabel Atribut Type (Value)  Satuan Keterangan
X1 Id Integer - Nilai integer yang unik
untuk pasien
X2 Gender String literal - Jenis kelamin pasien
(Male, Female,
other)
X3 Age Floating point - Umur pasien
(0.08 - 82)
X4 Hypertension Integer (0, 1) - Memberitahu apakah
pasien memiliki
hipertensi atau tidak
X5 Heart_disease Integer (0, 1) - Memberitahu apakah
pasien memiliki
penyakit jantung atau
tidak
X6 Ever_married String literal (Yes, - Memberitahu apakah
No) pasien sudah pernah
menikah atau belum
X7 Work_type String literal - Memberikan kategori
(Private, Self- untuk jenis pekerjaan
employed, pasien
Govt_job,
Children,
Never_worked)
X8 Residence_type String literal - Memberikan kategori
(Urban, Rural) untuk jenis tempat
tinggal pasien
X9 Avg_glucose_level  Floating point ~ mg/dL Informasi mengenai
(59 - 99.97) nilai rata-rata kadar
glukosa dalam darah
pasien
X10 Bmi Floating point kg/M? Memberikan nilai
(12 - 97.6) pasien indeks massa
tubuh
X11 Smoking_status String literal - Memberitahu apakah

(never smoked,
formerly smoked,

smokes, unknown)

pasien merokok atau
tidak




Hasil untuk status
stroke

Y Stroke Integer (0, 1)

2.2 Pre-processing
2.2.1 Data Cleaning

Proses data cleaning sangatlah penting mengingat pada dataset penelitian ini ada nilai yang hilang.
Maka dari itu dibutuhkan data cleaning, dengan cara menghapus data atau mengestimasi data atau
bisa juga disebut imputation (Anggarwal, 2015). Metode yang digunakan dalam penelitian ini adalah
mengestimasi data yang hilang dengan jika data berbentuk nominal maka diambil modusnya dan jika
data berbentuk numerik maka diambil rata-rata nya (Anggoro & Mukti, 2021).

2.2.2 Synthetic Minority Over-Sampling Technique (SMOTE)

SMOTE memiliki cara kerja yang melalui interpolasi antar data yang berdekatan dalam ruang fitur,

SMOTE membangkitkan sampel sintetis pada kelas minoritas (Nabila & Pamungkas, 2025).
2.2.3 Data Splitting

Data dibagi menjadi data training dan data testing dengan rasio 70% data training dan 30% data
testing. Data training adalah data yang dipakai untuk memperkirakan melatih model data
menggunakan algoritma yang telah disiapkan sedangkan data testing adalah data yang digunakan
untuk menguji model data (Anggoro & Afdallah, 2022).

2.3 Processing
2.3.1 XGBoost

Algoritma XGBoost merupakan peningkatan dari Gradient Boosted Decision Tree (GBDT). XGBoost
memiliki penggabungan konsep boosting dan regularisasi untuk meningkatkan kinerja model.
XGBoost memiliki keunggulan dalam mendukung penerapan regularisasi untuk menghindari
overfitting model (Sagi & Rokach, 2021). XGBoost memiliki kecepatan eksekusi sepuluh kali lebih
cepat dibandingkan solusi-solusi populer lainnya yang sudah ada yang berasal dari satu mesin, dan
mampu melakukan pemrosesan dan analisis data pada skala data yang sangat besar. (Feng et al.,
2020). Relevan dengan kecepatan eksekusi tersebut maka XGBoost dapat mengerjakan tugas analisis

dan pemodelan yang lebih cepat, yang berarti waktu komputasi akan lebih singkat.
2.3.2 Hyperparameter Tuning

Hyperparameter tuning adalah proses mengembangkan dan mengimplementasikan metode yang
ditujukan untuk menganalisis efek dan interaksi hyperparameter untuk memungkinkan pembelajaran

dan pemahaman (Bartz-beielstein & Zaefferer, 2023).
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2.3.2.1 Grid Search CV

Grid search merupakan metode hyperparameter tuning yang paling sederhana jika dibandingkan
dengan yang lain (Elgeldawi et al., 2021), walaupun begitu hasilnya masih bisa tetap optimal (Ryu et
al., 2020). Grid search bekerja dengan menciptakan sebuah kisi dengan seluruh kemungkinan
kombinasi dari semua nilai hyperparameter yang tersedia, mengukur kinerja setiap model untuk
mengevaluasinya, dan selanjutnya memilih model yang menghasilkan performa terbaik. Kekurangan
dari grid search adalah sangat rentan terhadap masalah konvergensi dan dimensi yang cepat.
(Elgeldawi et al., 2021).

2.3.2.2 Random Search

Kebalikan dari grid search, random search adalah metode hyperparameter tuning yang memiliki
pendekatan dengan mengambil contoh secara acak dari ruang pencarian dan menilai set nilai dari
distribusi probabilitas yang telah ditentukan. Secara sederhananya, ini adalah teknik dimana
kombinasi acak dari hyperparameter digunakan untuk mencari solusi terbaik untuk model yang
sedang dipertimbangkan (Elgeldawi et al., 2021). Hasil dari random search dapat lebih unggul
daripada grid search, terutama jika yang mempengaruhi kinerja algoritma machine learning hanya
mempunyai sedikit hyperparameter yang berpengaruh (Liashchynskyi & Liashchynskyi, 2019).
Kekurangan signifikan dari algoritma ini adalah bahwa ia tidak memanfaatkan informasi dari
percobaan sebelumnya untuk menentukan himpunan berikutnya dan juga tidak menggunakan taktik

untuk memprediksi percobaan berikutnya (Elgeldawi et al., 2021).
2.3.2.3 Bayesian Optimization

Bayesian optimization adalah sebuah metode untuk menemukan nilai maksimum dari fungsi biaya
yang mahal. Optimasi Bayesian menggunakan teknik Bayesian untuk menetapkan nilai awal (prior)
dari fungsi objektif dan menggabungkannya dengan bukti untuk mendapatkan fungsi posterior. Hal
ini memungkinkan pemilihan berbasis utilitas dari pengamatan berikutnya untuk dilakukan pada

fungsi objektif, yang harus mempertimbangkan eksplorasi dan eksploitasi (Brochu et al., 2010).
2.4 Evaluasi Model
2.4.1 Confusion Matrix

Confusion matrix merupakan model evaluasi yang memaparkan performa model data pada dataset
yang di uji (Ahmed et al., 2019). Formulasi untuk menentukan nilai accuracy, precision, recall, f1-
score dapat dilihat di formula (1) sampai (4) (Ptr et al., 2024)

TP+TN

Accuracy = ———— 1)
TP+FP+FN+TN
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Precision =

)

TP+FP
Recall = —=~ 3)
TP+FN
fl — score = 2 (precision x recall) (4)

precision+recall

2.4.2 Receiver Operating Characteristics — Area Under th Curve (ROC-AUC)

Model evaluasi mengukur kinerja pelatihan model yang berbeda. Tingkat probabilitas tingkat positif
dan tingkat positif palsu diwakili oleh kurva ROC. Sementara area di bawah kurva ROC yang disebut
AUC menunjukkan kemampuan model untuk membedakan antara kasus gagal dan lulus. Rentang
nilai AUC harus berada dalam (0,5, 1] untuk menunjukkan bahwa model lebih baik (W. Liu et al.,
2022).

3.HASIL DAN PEMBAHASAN
Pada tahapan ini, penulis akan membahas tentang hasil dari proses pelatihan model XGBoost yang

akan di gabungkan dengan Grid Search CV, Random Search, dan Bayesian Optimization.

3.1 Data Preprocessing
Langkah pertama yang dilakukan adalah menginstall library yang akan dibutuhkan seperti bayesian
optimization, optuna dan import library seperti numpy, pandas, seaborn, time, scikit-learn, SMOTE,

xgboost. Kemudian memasukkan dataset ke dalam google collab supaya bisa terproses.

Dataset dibersihkan terlebih dahulu sebelum di training. Prosesnya di antaranya menangani
data yang hilang dengan mengisi nilai yang kosong dengan nilai mean, menghapus data duplikat jika
ada, mengubah fitur kategorikal menjadi numerikal supaya bisa terbaca oleh model, memisahkan fitur
(X) dan target (YY), menangani ketidakseimbangan dengan metode SMOTE dapat dilihat
visualisasinya pada Gambar 2 dan Gambar 3, dan membagi data menjadi 70% training dan 30%

testing.
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Gambar 2. Sebelum pakai SMOTE Gambar 3. Sesudah pakai SMOTE

3.2 Data Processing
Alur pada processing disajikan dalam bentuk pseudocode.

Inisialisasi model XGBoost default
Catat waktu mulai
Train model pada X train, Y train
Hitung waktu training
Prediksi pada X test

y_pred

y_pred proba
Hitung metrik evaluasi:

Accuracy

AUC-ROC

Confusion matrix (TP, TN, FP, FN)

Definisikan param grid:

max depth

learning rate

n _estimators
Inisialisasi GridSearchCV (cv = 5)
Catat waktu mulai
Fit GridSearch pada data training
Hitung waktu
Simpan seluruh hasil CV ke CSV
Ambil best estimator dan best params
Evaluasi best model pada data test:

Accuracy

AUC-ROC

Confusion matrix

Definisikan param distributions (sama seperti Grid)
Inisialisasi RandomizedSearchCV:
n iter = 50
cv = 5
Catat waktu mulai



Fit RandomizedSearch
Hitung waktu
Simpan hasil ke CSV
Ambil best estimator dan best params
Evaluasi best model pada data test:
Accuracy
AUC-ROC
Confusion matrix

Definisikan fungsi objektif xgb evaluate():

INPUT: max depth, learning rate, n estimators
PROCESS:
Bentuk parameter XGBoost

Train model pada X train

Prediksi X test

Hitung accuracy
OUTPUT: accuracy
Definisikan batas parameter (pbounds)
Inisialisasi BayesianOptimization dengan:

fungsi objektif

parameter bounds
Catat waktu mulai
Jalankan optimizer:
init points = 10

n iter = 20
Ambil parameter terbaik

konversi max depth dan n estimators ke integer
Train ulang XGBoost dengan parameter terbaik
Hitung waktu total optimisasi
Simpan seluruh hasil iterasi Bayesian ke CSV
Evaluasi best model pada data test:

Accuracy

AUC-ROC

Confusion matrix

Membuat model XGBoost kemudian dilatih menggunakan data testing untuk dijadikan
sebagai model dasar. Tahapan umum cara kerja XGBoost adalah sebagai berikut (Murdiansyah,
2024). Langkah pertama adalah membuat prediksi awal. Prediksi awal ini bentuknya sederhana,
dihasilkan dengan mengambil rata-rata dari target. Langkah kedua melibatkan perhitungan nilai
kesalahan, yang merupakan selisih antara nilai prediksi dan nilai aktual. Langkah ketiga melibatkan
pembuatan pohon keputusan (Decision Tree) untuk melakukan perhitungan yang mengurangi nilai
kesalahan. Untuk meminimalkan nilai kesalahan ini, metode Gradient Descent sering digunakan.
Langkah keempat menggunakan metode ensembel yang menggabungkan prediksi pohon
sebelumnya, laju pembelajaran, dan prediksi pohon baru. Tahap ini akan menghasilkan prediksi
berdasarkan pendekatan ensembel. Langkah kelima adalah memperbarui hasil prediksi. Pembaruan
ini dilakukan secara iteratif menggunakan beberapa pohon atau kriteria penghentian. Langkah

keenam adalah tahap regularisasi. Regularisasi digunakan untuk mengelola kompleksitas model



dan mencegah overfitting. Langkah ketujuh adalah mengulangi langkah 2—6 secara terus-menerus
hingga jumlah pohon yang ditentukan dihasilkan, atau hingga persyaratan penghentian lainnya
terpenuhi. Langkah kedelapan menentukan hasil prediksi akhir. Prediksi akhir untuk setiap sampel

diperoleh dengan merangkum semua pohon ensembel.

Model XGBoost ini digunakan sebagai pembanding awal untuk optimasi hyperparameter
tuning. Grid Search CV dan Random Search digunakan untuk menjelajah kombinasi
hyperparameter utama, yaitu jumlah max_depth (kedalaman pohon), learning_rate, dan estimator.
Grid Search CV mengevaluasi seluruh kombinasi parameter secara keseluruhan sedangkan
Random Search mengevaluasi kombinasi parameter secara acak. Bayesian Optimization diterapkan
dengan mendefinisikan fungsi objektif berupa nilai accuracy. Metode ini memanfaatkan
pendekatan probabilistik untuk memilih kombinasi hyperparameter yang menjanjikan secara
adaptif. Proses optimisasi diawali dengan eksplorasi acak, kemudian dilanjutkan dengan eksploitasi
berdasarkan hasil iterasi sebelumnya. Parameter terbaik yang diperoleh digunakan untuk melatih
ulang model XGBoost. Nilai parameter terbaik pada setiap metode dalam penelitian ini terdapat
pada Tabel 2.

Tabel 2. Nilai parameter terbaik

XGB- Grid XGB- XGB- Bayesian
Search CV Random Optimization
Search
learning_rate 0.2 0.2 0.231
max_depth 9 9 8
n_estimators 150 250 274

3.3 Evaluasi Model
Pengevaluasian dilakukan menggunakan precision, recall, f1-score, accuracy, ROC-AUC, dan
biaya komputasi. Hasil dari perbandingan performa model XGBoost sebelum dan sesudah

dilakukan optimasi hyperparameter terdapat pada Tabel 3.

Tabel 3. Hasil performa

XGBoost XGB- Grid XGB- XGB- Bayesian
Search CV Random Optimization
Search
Precision 0.96 0.96 0.96 0.96
Recall 0.96 0.96 0.96 0.96
F1-score 0.96 0.96 0.96 0.96




Accuracy 0.9588 0.9595 0.9598 0.9629
ROC-AUC 0.9921 0.9924 0.9922 0.9923
Time 0.15s 467 s 70 s 19.7 s

Berdasarkan hasil yang diperoleh, seluruh pendekatan menghasilkan nilai precision, recall,
dan fl-score sebesar 0,96. Pada metrik accuracy, Bayesian Optimization menghasilkan nilai
tertinggi yaitu 0,9629, diikuti Random Search (0,9598), Grid Search (0,9595), dan model default
(0,9588). Meskipun peningkatannya hanya sedikit, dapat diketahui bahwa proses optimasi
hyperparameter tetap memberikan kontribusi terhadap peningkatan kinerja model. Nilai ROC-
AUC seluruh metode berada di atas 0,99, yang bermakna semua model memiliki kemampuan yang
sangat baik dalam mengklasifikasikan data dan hampir tidak mengalami kesalahan dalam
membedakan antar kelas (W. Liu et al., 2022). Perbedaan paling menonjol terlihat pada waktu
komputasi. Grid Search membutuhkan waktu paling lama (467 detik), karena mengevaluasi seluruh
kombinasi parameter secara keseluruhan. Random Search membutuhkan waktu lebih singkat (70
detik), sedangkan Bayesian Optimization menunjukkan efisiensi yang lebih baik dibanding Grid
Search dengan waktu 19,7 detik. Model tanpa optimasi memiliki waktu pelatihan paling cepat (0,15

detik) karena tidak melalui proses pencarian hyperparameter.

Confusion Matrix XGBoost Confusion Matrix Grid Search CV
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Gambar 4. Confusion Matrix XGBoost Gambar 5. Confusion Matrix XGBoost-GS CV
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Confusion Matrix Random Search Confusion Matrix Bayesian Optimization
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Gambar 6. Confusion Matrix XGBoost-RS Gambar 7. Confusion Matrix XGBoost-BO

Pada Gambar 4, 5, 6 dan 7 terdapat visualisasi confusion matrix dari XGBoost, XGBoost-
GS CV, XGB-RS, XGB-BO Berdasarkan perbandingan confusion matrix, Bayesian Optimization
menghasilkan performa terbaik dibandingkan metode lainnya dengan nilai False Negative (FN)
terendah (65) dan False Positive (FP) terendah (43), serta peningkatan True Positive (TP) dan True
Negative (TN). Grid Search CV menunjukkan perbaikan kecil dalam mendeteksi kasus stroke,

sedangkan Random Search menghasilkan performa yang hampir identik dengan model baseline.

4, PENUTUP

Berdasarkan hasil penelitian dapat disimpulkan bahwa penerapan hyperparameter tuning secara
keseluruhan yang menunjukkan performa tertinggi adalah Bayesian Optimization meskipun
dengan selisih peningkatan yang relatif kecil. Pemilihan metode optimasi terbaik dalam penelitian
ini lebih mempertimbangkan keseimbangan antara peningkatan performa dan efisiensi biaya

komputasi.
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