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Abstrak 

Repositori digital di perguruan tinggi seperti Universitas Muhammadiyah Surakarta 

(UMS) menyimpan ribuan dokumen karya ilmiah mahasiswa yang perlu diklasifikasikan 

agar dapat dipetakan dengan efektif dan lebih mudah diakses. Proses klasifikasi yang 

selama ini masih dilakukan secara manual menimbulkan rendahnya objektivitas dan 

ketidakkonsistenan pelabelan subjek karena perbedaan persepsi pengunggah. Penelitian 

ini mengembangkan model klasifikasi teks untuk penentuan subjek dokumen skripsi 

pada arsip karya ilmiah Fakultas Komunikasi dan Informatika UMS, yang memiliki 

karakteristik multilabel, distribusi data tidak merata, dan penggunaan bahasa campuran 

(Bahasa Indonesia dan Inggris). Dataset penelitian terdiri dari 2.810 dokumen yang 

dibagi menjadi 30 subjek utama dengan pembagian data 60% training, 20% validasi, 

dan 20% testing. Penelitian membandingkan tiga algoritma, yaitu Support Vector 

Machine (SVM) dengan TF-IDF, Complement Naïve Bayes (CNB), dan Bidirectional 

Long Short-Term Memory (Bi-LSTM) dengan GloVe. Hasil eksperimen menunjukkan 

bahwa SVM dengan LinearSVC memberikan performa terbaik setelah threshold tuning 

(T=-0.330), mencapai skor F1-Macro sebesar 0.2038, F1-Micro 0.4100, Precision 

sebesar 0.1372, Recall sebesar 0.4627, dan Hamming Loss sebesar 0.1040 pada test set. 

Model terbaik telah diintegrasikan ke dalam prototype berbasis Streamlit untuk 

memberikan rekomendasi subjek secara real-time. Penelitian ini membuktikan bahwa 

model tradisional SVM lebih efektif dibandingkan deep learning dalam menangani 

dataset akademik berukuran sedang dengan ketidakseimbangan data yang ekstrim. 

 

Kata Kunci: text mining, repositori digital, klasifikasi subjek, klasifikasi multilabel, 

machine learning. 

 Abstract  

Digital repositories in universities such as the University of Muhammadiyah Surakarta 

(UMS) store thousands of documents of students' scientific works that need to be 

classified so that they can be mapped effectively and more accessible. The classification 

process, which has been carried out manually, has caused low objectivity and 

inconsistency in subject labeling due to differences in uploader perception. This study 

develops a text classification model for determining the subject of thesis documents in 

the archives of scientific papers of the Faculty of Communication and Informatics UMS, 

which has the characteristics of multilabel, uneven data distribution, and the use of 

mixed languages (Indonesian and English). The research dataset consisted of 2,810 

documents divided into 30 main subjects with data sharing of 60% training, 20% 

validation, and 20% testing. The study compared three algorithms, namely Support 

Vector Machine (SVM) with TF-IDF, Complement Naïve Bayes (CNB), and 

Bidirectional Long Short-Term Memory (Bi-LSTM) with GloVe. The experimental 

results showed that SVMs with LinearSVC gave the best performance after threshold 

tuning (T=-0.330), achieving F1-Macro scores of 0.2038, F1-Micro 0.4100, Precision of 

0.1372, Recall of 0.4627, and Hamming Loss of 0.1040 in the test set. The best models 

have been integrated into  Streamlit-based prototypes to provide subject 
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recommendations in real-time. This study proves that the traditional SVM model is 

more effective than deep learning in handling medium-sized academic datasets with 

extreme data imbalances. 

Keywords: text mining, digital repository, subject classification, multilabel 

classification, machine learning. 

 

1. PENDAHULUAN 

Perkembangan teknologi informasi telah memungkinkan institusi pendidikan tinggi untuk 

menyimpan dan mengelola karya ilmiah mahasiswa melalui repositori digital. Keberadaan repositori 

ini sangat penting untuk mendukung akses terbuka terhadap ilmu pengetahuan, pemetaan penelitian, 

serta mempermudah pencarian referensi dokumen akademik. UMS telah mengembangkan repositori 

institusi berbasis Eprints untuk menyimpan ribuan karya ilmiah mahasiswa dari berbagai fakultas. 

Salah satu jenis karya ilmiah yang banyak tersimpan dalam repositori digital adalah skripsi. 

Menurut (Sari et al., 2021), skripsi merupakan suatu karya ilmiah yang berupa tulisan hasil 

penelitian mahasiswa sebagai syarat untuk menyelesaikan pendidikan, yang di dalamnya membahas 

suatu permasalahan dalam bidang tertentu. Klasifikasi teks merupakan salah satu bagian dari text 

mining, yaitu proses pengelompokkan teks berdasarkan kategori tertentu yang selaras. Dalam proses 

pengklasifikasian subjeknya, repositori digital UMS mengacu pada Library of Congress 

Classification (LCC), salah satu standar internasional yang komprehensif untuk pengorganisasian 

dokumen. 

Berdasarkan data terbaru tahun 2025, Fakultas Komunikasi dan Informatika (FKI) UMS 

memiliki 3.036 dokumen skripsi yang terbagi ke dalam 160 subjek unik. Distribusi subjek ini 

menunjukkan pola alami (natural distribution), di mana subjek dominan seperti HE Communication 

mencakup 763 dokumen, sedangkan banyak subjek lain hanya memiliki 1 hingga 5 dokumen. 

Beberapa penelitian juga bersifat interdisipliner, yaitu melibatkan lebih dari satu disiplin ilmu, 

seperti komunikasi atau informatika dengan kesehatan, pertanian, hingga politik. Selain itu, salah 

satu karakteristik data repositori ini adalah beberapa dokumen bersifat multilabel, yang berarti satu 

dokumen dapat diklasifikasikan ke dalam lebih dari satu subjek, serta adanya penggunaan bahasa 

campuran (Bahasa Indonesia dan Inggris) yang menambah kompleksitas linguistik dalam 

preprocessing teks. Kondisi ini menjadikan klasifikasi subjek skripsi di FKI UMS sebagai 

permasalahan yang kompleks, sehingga diperlukan pendekatan yang tepat untuk menghasilkan 

sistem klasifikasi otomatis yang akurat dan andal. 

Beberapa penelitian sebelumnya telah mengkaji penerapan metode machine learning dan 

deep learning untuk klasifikasi teks multilabel, baik dalam konteks dokumen akademik maupun 

umum. Penelitian oleh (Ramadhani et al., 2025) dalam jurnal MALCOM membandingkan kinerja 

metode Support Vector Machine (SVM) dan Long Short-Term Memory (LSTM) dengan hasil yang 
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menunjukkan SVM mencapai F1-Score tertinggi pada label tertentu, menunjukkan ketahanannya 

pada data teks panjang. (Utari & Wibowo, 2025) membandingkan SVM, Naïve Bayes (NB), dan 

LSTM untuk klasifikasi sentimen komentar YouTube, dan menemukan bahwa SVM superior pada 

teks eksplisit, sementara LSTM efektif pada konteks emosional yang kompleks. (Islamanda & 

Sibaroni, 2024) dalam penelitian analisis sentiment kereta cepat Whoosh menemukan bahwa 

Complement Naïve Bayes (CNB) mencapai akurasi 76,10% pada dataset 12.923 tweet yang 

imbalanced, menunjukkan keunggulan CNB dalam menangani ketidakseimbangan data. Dalam 

konteks dokumen akademik, (Putri et al., 2025) meneliti penerapan klasifikasi multilabel hierarkis 

untuk publikasi penelitian berdasarkan topik Sustainable Development Goals (SDG) yang mencapai 

micro-F1 hingga 0,83. Pendekatan multilabel ini relevan dengan karakteristik dokumen akademik 

yang sering interdisipliner. (Toney-wails & Dunham, 2022) mengembangkan kerangka kerja 

klasifikasi multilabel untuk dokumen penelitian ilmiah multibahasa, yang mendukung ide klasifikasi 

otomatis untuk repositori akademik. (Metu et al., 2024) mengusulkan penggunaan model hybrid 

SVM-BiLSTM yang secara spesifik mampu menangani klasifikasi teks persyaratan (requirements) 

dengan peningkatan F1-Score yang signifikan, membuktikan bahwa pemilihan dan konfigurasi 

algoritma yang tepat dapat memberikan performa yang optimal pada dataset dengan kompleksitas 

tertentu.  

Dari beberapa penelitian tersebut, dapat disimpulkan bahwa sebagian besar penelitian masih 

terbatas pada domain non-akademik, atau menggunakan dataset dengan karakteristik yang lebih 

seimbang, belum banyak penelitian yang secara empiris membandingkan performa algoritma pada 

dataset akademik dengan tingkat ketidakseimbangan yang sangat ekstrim, bersifat multilabel, serta 

penggunaan Bahasa campuran. Berdasarkan celah tersebut, penelitian ini bertujuan 

mengembangkan dan membandingkan kinerja model algoritma machine learning tradisional yaitu 

SVM, CNB, dan pendekatan deep learning berbasis LSTM dengan ruang lingkup penelitian yang 

berfokus pada arsip karya ilmiah dari FKI UMS. SVM dipilih karena kemampuannya yang stabil 

dalam menangani fitur berdimensi tinggi, seperti ribuan kata unik hasil ekstraksi teks skripsi dengan 

class weighting untuk menangani imbalanced data. CNB dipilih karena algoritma ini dirancang 

khusus untuk mengatasi masalah ketidakseimbangan kelas (imbalanced data). CNB memberikan 

estimasi parameter yang lebih akurat kepada kelas-kelas kecil, sehingga diharapkan dapat menekan 

angka kesalahan klasifikasi pada subjek-subjek yang jarang muncul. Sedangkan, LSTM dipilih 

untuk mewakili pendekatan deep learning yang mampu menangkap konteks dan ketergantungan 

antar kata dalam kalimat (long-term dependencies), dengan sample weighting untuk handling 

imbalanced data. Penelitian ini memberikan beberapa kontribusi diantaranya, (1) Dokumentasi 

perbandingan ketiga algoritma pada dataset lokal yang tidak ideal, (2) Analisis mengenai kekuatan 
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dan kelemahan masing-masing algoritma, (3) Pengembangan prototype berbasis Streamlit sebagai 

proof-of-concept untuk eksplorasi lebih lanjut. Temuan penelitian ini dapat menjadi acuan bagi 

institusi yang menghadapi tantangan serupa, terutama terkait pemilihan algoritma yang sesuai 

dengan karakteristik data yang dimiliki. 

2. METODE 

 

Gambar 1. Alur Penelitian 

2.1 Pengumpulan Data 

Proses pengumpulan data dilakukan dengan mengajukan surat permohonan akses data secara resmi 

kepada pihak UPT Perpustakaan Universitas Muhammadiyah Surakarta sebagai pengelola 

repositori, kemudian data diberikan dalam format digital (Excel) yang berisi informasi judul, 

abstrak, kata kunci, subjek, dan program studi dari setiap dokumen. Data yang digunakan berupa 

daftar data skripsi pada Fakultas Komunikasi dan Informatika periode 2011 hingga 2025. Seluruh 

data yang diperoleh telah melalui proses validasi dan verifikasi oleh pihak perpustakaan untuk 

memastikan keakuratannya sebelum digunakan pada penelitian ini. Proses dilanjutkan dengan 

filtering subjek dari LCC untuk mengambil subjek yang relevan dengan domain FKI. Mengingat 

adanya ketidakseimbangan data yang sangat ekstrim, penelitian ini menetapkan kriteria berupa 

jumlah minimal 10 dokumen per subjek. Langkah ini bertujuan untuk memastikan model memiliki 

sampel yang cukup untuk mempelajari pola fitur pada setiap kategori. Melalui tahap ini, didapatkan 

30 subjek terpilih dari 163 subjek yang tersedia pada data awal. 

2.2 Preprocessing Data 

Data yang sudah didapat kemudian akan diolah pada tahap preprocessing. Preprocessing adalah 

tahapan yang digunakan untuk membersihkan data agar tidak terjadi noise (Yesisca et al., 2022). 

Tahap ini bertujuan untuk meningkatkan kualitas dokumen yang akan diproses menggunakan model 

yang akan dibangun, dengan menghilangkan elemen yang tidak diinginkan (Imaduddin et al., 2023). 

2.2.1 Cleaning Data yaitu penghapusan kalimat yang mengandung noise akan dihapus (Arifin et al., 

2021). Elemen yang dihapus berupa simbol, hastag, link atau URL, tanda baca, angka, atau yang 
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lainnya. Pada tahap ini juga dilakukan case folding, yaitu mengubah seluruh karakter dalam teks 

menjadi huruf kecil (Duhita et al., 2022). 

2.2.2 Tokenization adalah proses memecah teks menjadi potongan kata atau unit yang lebih kecil, 

sehingga algoritma machine learning bisa memahami pola dan frekuensi kata (Salman & Al-jawher, 

2024).  

2.2.3 Stopwards Removal yaitu penghapusan kata-kata umum yang mungkin tidak memberikan 

banyak makna atau tidak memberikan banyak informasi (Morales-hernández et al., 2022), seperti 

kata “dan”, “atau”, “di”, dan lain-lain. Mengingat dokumen repositori FKI UMS menggunakan dua 

Bahasa, penelitian ini menerapkan daftar stopward bilingual. 

2.2.4 Stemming adalah proses pengubahan kata menjadi bentuk dasarnya. Misalnya kata “berlari”, 

“berlarian” diubah menjadi kata “lari” (Qorib et al., 2023). 

2.3 Ekstraksi Fitur 

2.3.1 Word Embedding 

Lapisan pertama dalam arsitektur LSTM penelitian ini menggunakan GloVe (Global Vector for 

Word Representation) sebagai metode word embedding. Word embedding adalah suatu metode yang 

bekerja dengan memetakan kata-kata menjadi bentuk vektor. Kata-kata dengan makna yang mirip 

atau berkaitan akan cenderung memiliki nilai vektor yang berdekatan (Azizah et al., 2023). 

Penggunaan GloVe memungkinkan model memiliki pemahaman makna (semantik) yang kuat sejak 

awal, karena kata-kata dengan makna serupa telah memiliki representasi vektor yang berdekatan 

berdasarkan data korpus raksasa yang melatihnya. 

2.3.2 Term Frequency-Inverse Document Frequency (TF-IDF) 

TF-IDF adalah metode pembobotan kata yang digunakan untuk merepresentasikan dokumen dalam 

bentuk vektor numerik. TF memberikan bobot pada kata berdasarkan seberapa sering kata tersebut 

muncul dalam satu dokumen spesifik, sedangkan IDF mengukur seberapa jarangnya sebuah kata 

muncul di seluruh dokumen (Syahputra & Wibowo, 2023). Dalam penelitian ini, TF-IDF digunakan 

sebagai representasi fitur untuk model klasifikasi tradisional. Setiap dokumen direpresentasikan 

sebagai vektor numerik berdimensi yang disesuaikan dengan max features-nya. 

2.4 Pengembangan dan Pelatihan Model 

2.4.1 Algoritma Klasifikasi yang Akan Diimplementasikan 

2.4.1.1 Support Vector Machine (SVM) 

SVM merupakan salah satu algoritma berbasis supervised, yang biasanya digunakan untuk 
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klasifikasi (Imaduddin et al., 2021). Model SVM dilatih menggunakan data yang telah diekstraksi 

fiturnya dengan TF-IDF. Model dibangun dengan parameter kernel linear pada data latih, kemudian 

dievaluasi pada data validasi untuk memastikan model tidak mengalami overfitting sebelum diuji 

pada data pengujian. Prinsip dasarnya adalah mencari bidang pemisah optimal yang memisahkan 

data ke dalam dua kelompok, kemudian mempelajari data yang sudah diklasifikasikan sebelumnya, 

dan membentuk model yang bisa mengenali pola tersebut.  

2.4.1.2 Complement Naïve Bayes (CNB) 

Complement Naïve Bayes (CNB) adalah varian dari Naïve Bayes yang dirancang khusus untuk 

klasifikasi teks, terutama saat ada ketidakseimbangan kelas dan masih termasuk ke dalam 

supervised learning. Pendekatan supervised learning ini merupakan metode utama dalam klasifikasi 

teks, di mana model dilatih menggunakan data berlabel untuk memprediksi kategori yang sesuai 

(Chiril et al., 2021). CNB menghitung probabilitas sebuah kata selain pada kelasnya. Pendekatan ini 

membuat estimasi parameter menjadi lebih stabil dan objektif, terutama pada subjek-subjek yang 

hanya memiliki sedikit jumlah dokumen. 

2.4.1.3 Long Short-Term Memory (LSTM) 

LSTM merupakan hasil pengembangan dari arsitektur Recurrent Neural Network (RNN). Modelnya 

mampu mengatasi permasalahan long-term dependency yang sering terjadi pada RNN sehingga bisa 

menghasilkan kinerja yang lebih akurat (Amrustian et al., 2022). Model LSTM dilatih menggunakan 

data yang telah di tokenisasi dan padding pada tahap sebelumnya. Proses pelatihannya dilakukan 

dengan memasukkan satu per satu kata yang telah direpresentasikan sesuai dengan urutan ke dalam 

model LSTM. Proses ini akan terus berulang hingga sequence terakhir (Widayat, 2021).  

LSTM menangkap dependensi kontekstual sekuensial jarak jauh dalam teks menggunakan 

struktur internal yang disebut status sel sebagai pipa memori utama. LSTM memiliki tiga 

mekanisme gerbang yang mengontrol aliran informasi, yaitu Forget Gate, Input Gate, dan Output 

Gate. Ketiga gerbang ini bekerja sama untuk memproses dan menyimpan informasi penting sambil 

membuang informasi yang tidak relevan, sehingga LSTM dapat menangani dependensi dalam data 

sekuensial dengan lebih efektif. Dalam penelitian ini, arsitektur yang digunakan dikembangkan 

menjadi Bidirectional LSTM (Bi-LSTM), yang terdiri atas dua lapisan LSTM yang berjalan secara 

paralel yaitu forward layer untuk memproses informasi dari awal ke akhir, dan backward layer 

untuk memproses informasi dari akhir ke awal. Penggabungan kedua arah ini memungkinkan model 

untuk menangkap kontes kata yang lebih kaya, baik dari informasi sebelumnya maupun informasi 

sesudahnya.  

2.4.2 Langkah dan Persiapan Pengembangan Model  
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2.4.2.1 Pemecahan Data (Data Splitting) 

Data dibagi menjadi 3 bagian, yaitu data latih (train) dengan 1686 dokumen, validasi dengan 562 

dokumen, dan data uji (test) dengan 562 dokumen. Komposisi pembagiannya adalah 60% untuk 

data pelatihan, 20% untuk data validasi, serta 20% untuk data pengujian. Pembagian ini ditujukan 

untuk mengoptimalkan proses pelatihan dan evaluasi model secara lebih efektif. 

2.4.2.2 Persiapan Label Target Multilabel 

Multilabel Binarizer adalah proses mengubah data label dari format daftar (list) menjadi format 

multilabel biner, sehingga setiap label pada data multilabel dapat diproses oleh algoritma machine 

learning (Ardiansyah et al., 2025). Setiap elemen dalam matriks hanya akan bernilai 1 jika dokumen 

memiliki kategori tersebut, dan 0 jika tidak. 

2.4.2.3 Pengembangan dan Pelatihan Model  

a. Arsitektur dan Pelatihan Model Tradisional 

Pada persiapan fiturnya, model tradisional menggunakan representasi TF-IDF, kemudian 

menggunakan pendekatan One-vs-Rest (OvR), sebuah pengklasifikasian biner terpisah yang dilatih 

untuk setiap kategori, di mana tugasnya adalah menentukan apakah dokumen tersebut termasuk 

kedalam kategori tersebut atau tidak (Goštautait & Sakalauskas, 2022). Untuk mendapatkan 

performa yang kompetitif, dilakukan dua tahap optimasi pada model ini. Pertama, adalah 

Hyperparameter Tuning menggunakan metode Grid Search untuk mencari parameter internal 

terbaik, seperti parameter regulasi pada SVM, dan parameter smoothing pada CNB. Kedua adalah 

penerapan Class Weight khusus pada SVM dengan parameter class weight=’balanced’ dan 

mekanisme weighting inheren pada CNB untuk menangani ketidakseimbangan data. Terakhir, 

dilakukan Threshold Tuning untuk mencari ambang batas paling optimal untuk memaksimalkan 

nilai F1-Score pada klasifikasi multilabel. 

b. Arsitektur dan Pelatihan Model Deep Learning 

Proses ini diawali dengan tokenisasi, di mana setiap kata dalam data latih akan diberikan identitas 

berupa ID bilangan bulat (integer). Penentuan max sequence length dalam penelitian ini didasarkan 

pada persentil 95 dari distribusi panjang dokumen untuk memastikan sebagian besar informasi 

dalam teks tertampung tanpa membebani komputasi dengan padding nol yang berlebihan pada 

dokumen pendek. Dokumen yang melampaui batas akan dipotong (truncated), sementara yang lebih 

pendek akan diisi dengan nilai nol di bagian akhir. Data input harus diubah menjadi format numerik 

agar dapat diproses oleh model deep learning. 

Lapisan pertama dalam arsitektur ini adalah Word Embedding menggunakan GloVe untuk 
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memberikan representasi semantik awal yang kuat terhadap setiap token. Vektor embedding tersebut 

kemudian diteruskan ke lapisan LSTM untuk mengekstraksi fitur sekuensial dan dependensi jangka 

panjang antar kata dalam data teks. Pelatihan model dikelola menggunakan fungsi loss Binary 

Cross-Entropy, yang merupakan standar untuk masalah klasifikasi multilabel karena mengevaluasi 

kesalahan prediksi label secara independen (Trisiawan et al., 2022). Fungsi ini kemudian 

diintegrasikan dengan mekanisme Sample Weighting untuk memberikan bobot spesifik pada setiap 

sample individu dalam data latih. Cara kerjanya adalah dengan menghitung bobot yang berbanding 

terbalik dengan frekuensi kemunculan subjek. Model ini juga melalui proses optimal metode 

Random Search untuk mencari kombinasi hyperparameter terbaik. 

Karena karakteristik klasifikasi multilabel menggunakan fungsi aktivasi Sigmoid, penelitian 

ini juga menerapkan Threshold Tuning untuk penentuan ambang batas yang tepat dalam 

menentukan kapan sebuah label dinyatakan aktif berdasarkan probabilitas yang dihasilkan. Sigmoid 

menghasilkan nilai probabilitas antara 0 dan 1 secara independen untuk setiap kategori, yang 

memungkinkan prediksi banyak label secara bersamaan. Efisiensi pelatihan dan pencegahan 

overfitting diimplementasikan melalui mekanisme callback Early Stopping, yang memantau kinerja 

model pada data validasi dan akan menghentikan pelatihan secara otomatis jika kinerja tidak 

menunjukkan peningkatan selama beberapa epoch yang ditentukan. 

2.5 Evaluasi Model 

2.5.1 Precision, Recall, dan F1-Score. Precision menunjukkan tingkat keakuratan antara data yang 

diminta dengan hasil prediksi yang diberikan oleh model. Recall menilai keberhasilan model dalam 

menemukan kembali sebuah label. Sedangkan. F1-Score dihitung dengan menggabungkan precision 

dan recall menjadi satu nilai untuk melihat keseimbangan antara keduanya. Ketiga metrik ini 

dihitung menggunakan pendekatan Micro-average untuk melihat performa sistem secara 

keseluruhan, dan Macro-average untuk melihat performa rata-rata di setiap subjek tanpa 

memandang jumlah dokumennya.  

2.5.2 Hamming Loss, untuk membantu mengetahui seberapa sering model salah dalam memprediksi 

label secara individu. Semakin kecil nilainya, semakin baik kemampuan model dalam memprediksi. 

2.5.3 Accuracy, dalam konteks multilabel disebut sebagai Subset Accuracy untuk mengukur 

persentase prediksi di mana seluruh label yang diprediksi oleh model akan sama dengan dataset asli.  

2.6 Implementasi Fitur 

Sebagai tahap akhir untuk memverifikasi kemampuan model yang telah dilatih, penelitian ini 

menggunakan Streamlit untuk membangun antarmuka sederhana pengujian berbasis web. Fokus 
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utamanya bukan pada pengembangan sistem, namun untuk menyediakan lingkungan uji coba yang 

memungkinkan model menerima input data secara langsung. Pada sistem ini, nantinya pengguna 

dapat mengisi form input berupa teks judul, abstrak, dan kata kunci dari dokumen skripsi, kemudian 

Streamlit akan secara otomatis menjalankan kode pemrosesan dan menampilkan hasil berupa 

rekomendasi subjek kepada pengguna secara real-time di halaman web yang sama.  

3. HASIL DAN PEMBAHASAN 

3.1 Preprocessing Data 

Tahap preprocessing dilakukan terhadap dataset hasil seleksi pada tahap eksplorasi sebelumnya, 

yang terdiri dari 30 subjek terpilih. 

3.1.1 Cleaning Data 

Tabel 1 perbandingan hasil pembersihan data dan case folding ini menunjukkan hasil data yang 

lebih bersih dan konsisten untuk tahapan stemming dan tokenisasi selanjutnya. 

Sebelum Cleaning Data Setelah Cleaning Data 

Pengembangan Sistem Informasi Sekolah 

Dengan Framework Codeigniter (Studi 

Kasus SMA N 1 Sukoharjo) SMA N 1 

Sukoharjo is one of the favorite high schools 

in Sukoharjo district. In delivering 

information to various groups, the high 

school uses the website as a medium of 

information. However, the website used is 

not responsive, resulting in visitors who use 

smartphones being less comfortable with 

how it looks. Therefore, the development of 

a responsive school information system was 

made with the aim that every user can access 

the website through a multi-platform 

comfortably. 

pengembangan sistem informasi sekolah 

dengan framework codeigniter studi kasus 

sma n sukoharjo sma n sukoharjo is one of 

the favorite high schools in sukoharjo district 

in delivering information to various groups 

the high school uses the website as a medium 

of information however the website used is 

not responsive resulting in visitors who use 

smartphones being less comfortable with 

how it looks therefore the development of a 

responsive school information system was 

made with the aim that every user can access 

the website through a multiplatform 

comfortably 

3.1.2 Tokenization 

Tabel 2 menunjukkan pemecahan kalimat menjadi potongan kata atau unit individu (token) yang 

dipisahkan oleh tanda koma (,). 

Sebelum Tokenisasi Setelah Tokenisasi 

pengembangan sistem informasi sekolah 

dengan framework codeigniter studi kasus 

sma n sukoharjo sma n sukoharjo is one of 

the favorite high schools in sukoharjo district 

in delivering information to various groups 

the high school uses the website as a medium 

of information however the website used is 

not responsive resulting in visitors who use 

smartphones being less comfortable with 

['pengembangan', 'sistem', 'informasi', 

'sekolah', 'dengan', 'framework', 'codeigniter', 

'studi', 'kasus', 'sma', 'n', 'sukoharjo', 'sma', 'n', 

'sukoharjo', 'is', 'one', 'of', 'the', 'favorite', 

'high', 'schools', 'in', 'sukoharjo', 'district', 'in', 

'delivering', 'information', 'to', 'various', 

'groups', 'the', 'high', 'school', 'uses', 'the', 

'website', 'as', 'a', 'medium', 'of', 'information', 

'however', 'the', 'website', 'used', 'is', 'not', 
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how it looks therefore the development of a 

responsive school information system was 

made with the aim that every user can access 

the website through a multiplatform 

comfortably 

'responsive', 'resulting', 'in', 'visitors', 'who', 

'use', 'smartphones', 'being', 'less', 

'comfortable', 'with', 'how', 'it', 'looks', 

'therefore', 'the', 'development', 'of', 'a', 

'responsive', 'school', 'information', 'system', 

'was', 'made', 'with', 'the', 'aim', 'that', 'every', 

'user', 'can', 'access', 'the', 'website', 'through', 

'a', 'multiplatform', 'comfortably'] 

3.1.3 Stopwards Removal 

Tabel 3 menunjukkan penghilangan kata-kata umum yang tidak bermakna. 

Sebelum Stopwards Removal Setelah Stopwards Removal 

['pengembangan', 'sistem', 'informasi', 

'sekolah', 'dengan', 'framework', 'codeigniter', 

'studi', 'kasus', 'sma', 'n', 'sukoharjo', 'sma', 'n', 

'sukoharjo', 'is', 'one', 'of', 'the', 'favorite', 

'high', 'schools', 'in', 'sukoharjo', 'district', 'in', 

'delivering', 'information', 'to', 'various', 

'groups', 'the', 'high', 'school', 'uses', 'the', 

'website', 'as', 'a', 'medium', 'of', 'information', 

'however', 'the', 'website', 'used', 'is', 'not', 

'responsive', 'resulting', 'in', 'visitors', 'who', 

'use', 'smartphones', 'being', 'less', 

'comfortable', 'with', 'how', 'it', 'looks', 

'therefore', 'the', 'development', 'of', 'a', 

'responsive', 'school', 'information', 'system', 

'was', 'made', 'with', 'the', 'aim', 'that', 'every', 

'user', 'can', 'access', 'the', 'website', 'through', 

'a', 'multiplatform', 'comfortably'] 

['pengembangan', 'sistem', 'informasi', 

'sekolah', 'framework', 'codeigniter', 'studi', 

'kasus', 'sma', 'n', 'sukoharjo', 'sma', 'n', 

'sukoharjo', 'one', 'favorite', 'high', 'schools', 

'sukoharjo', 'district', 'delivering', 

'information', 'various', 'groups', 'high', 

'school', 'uses', 'website', 'medium', 

'information', 'however', 'website', 'used', 

'responsive', 'resulting', 'visitors', 'use', 

'smartphones', 'less', 'comfortable', 'looks', 

'therefore', 'development', 'responsive', 

'school', 'information', 'system', 'made', 'aim', 

'every', 'user', 'access', 'website', 

'multiplatform', 'comfortably'] 

3.1.4 Stemming 

Tabel 4 menunjukkan pengembalian setiap token menjadi kata dasar, seperti kata “pemberitaan” 

yang diubah menjadi kata “berita”. 

Sebelum Stemming Setelah Stemming 

['pengembangan', 'sistem', 'informasi', 

'sekolah', 'framework', 'codeigniter', 'studi', 

'kasus', 'sma', 'n', 'sukoharjo', 'sma', 'n', 

'sukoharjo', 'one', 'favorite', 'high', 'schools', 

'sukoharjo', 'district', 'delivering', 

'information', 'various', 'groups', 'high', 

'school', 'uses', 'website', 'medium', 

'information', 'however', 'website', 'used', 

'responsive', 'resulting', 'visitors', 'use', 

'smartphones', 'less', 'comfortable', 'looks', 

'therefore', 'development', 'responsive', 

'school', 'information', 'system', 'made', 'aim', 

'every', 'user', 'access', 'website', 

'multiplatform', 'comfortably'] 

['kembang', 'sistem', 'informasi', 'sekolah', 

'framework', 'codeigniter', 'studi', 'kasus', 

'sma', 'n', 'sukoharjo', 'sma', 'n', 'sukoharjo', 

'one', 'favorite', 'high', 'schools', 'sukoharjo', 

'district', 'delivering', 'information', 'various', 

'groups', 'high', 'school', 'uses', 'website', 

'medium', 'information', 'however', 'website', 

'used', 'responsive', 'resulting', 'visitors', 'use', 

'smartphones', 'less', 'comfortable', 'looks', 

'therefore', 'development', 'responsive', 

'school', 'information', 'system', 'made', 'aim', 

'every', 'user', 'access', 'website', 

'multiplatform', 'comfortably'] 
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3.2 Ekstraksi Fitur 

3.2.1 TF-IDF Vectorization untuk SVM dan CNB 

Pada ekstraksi fitur TF-IDF untuk model SVM dan CNB, digunakan max features=10.000. Data 

dengan 10.000 fitur teratas ini mengambil 10.000 kata dari total 19.536 kata yang ditemukan di data 

pelatihan, untuk menangkap informasi penting dalam korpus berdasarkan distribusi frekuensi kata. 

3.2.2 Tokenisasi dan Embedding untuk LSTM 

Untuk model LSTM, teks dikonversi menjadi sequence numerik menggunakan Keras Tokenizer 

dengan num_words=10.000 dan out-of-vocabulary token "<unk>" untuk kata yang tidak termasuk 

dalam 10.000 kata teratas. Panjang sequence maksimal ditentukan berdasarkan persentil ke-95 dari 

distribusi panjang teks training set untuk memastikan bahwa 95% dokumen dapat terakomodasi 

tanpa truncation yang berlebihan. Shape data setelah Padding adalah X_train_padded (1686, 315), 

X_valid_padded (562, 315), dan X_test_padded (562, 315). 

3.3 Performa Model Support Vector Machine (SVM) 

3.3.1 Model Awal (Initial) 

Model SVM awal dibungkus dalam OvR untuk mendukung multilabel classification. Performa 

model awal pada validation set dengan default threshold (0.0) tertera pada Tabel 5. 

Tabel 5. Performa SVM Awal 

F1-Score (Macro) 0.1277 

F1-Score (Micro) 0.4422 

Precision (Macro) 0.1717 

Recall (Macro) 0.1230 

Hamming Loss 0.0501 

Akurasi 0.1797 

Meskipun nilai F1-Macro tergolong rendah, penggunaan class weighting membantu model untuk 

tetap memberikan prediksi pada kelas-kelas minoritas di tengah kondisi dataset yang highly 

imbalanced. 

3.3.2 Hyperparameter Tuning 

Hyperparameter tuning dilakukan menggunakan GridSearchCV dengan C: [0.1, 1, 10] 

(regularization parameter) dan loss: ['squared_hinge'] (loss function). Hasil tuning menunjukkan 

parameter terbaik berada pada C = 0.1 dengan loss = 'squared_hinge', dan hasil F1-Macro terbaik 

pada cross-validation: 0.1419. Hasil cross-validation (0.1419) sedikit lebih rendah dari evaluasi 

langsung pada validation set (0.1548), yang merupakan pola normal karena cross-validation 



12 

 

 

memberikan estimasi yang lebih konservatif. 

3.3.3 Threshold Optimization 

Threshold optimization dilakukan untuk memaksimalkan F1-Macro Score pada validation set. SVM 

menggunakan decision function dengan default threshold 0.0 (nilai positif = prediksi 1, nilai negatif 

= prediksi 0). Hasilnya menunjukkan bahwa -0.330 merupakan titik threshold yang optimal, dengan 

skor F1-Macro 0.1936. Secara teknis, penurunan nilai ambang ini membuat model menjadi lebih 

berani dalam menetapkan label positif. 

Tabel 6. Metrik Lengkap SVM Tuned 

F1-Score (Macro) 0.1936 

F1-Score (Micro) 0.4136 

Precision (Macro) 0.1385 

Recall (Macro) 0.3946 

Hamming Loss 0.1048 

Akurasi 0.0089 

3.4 Performa Model Complement Naïve Bayes (CNB) 

3.4.1 Model Awal (Initial) 

Model CNB awal menggunakan parameter alpha=1.0. Pemilihan CNB didasarkan pada 

karakteristik algoritmanya yang secara inheren tangguh terhadap ketidakseimbangan data melalui 

mekanisme complement estimation. Hasil pengujian pada data validasi menunjukkan adanya 

kesenjangan (gap) yang signifikan antara skor F1-Micro dan F1-Macro.  

Tabel 7. Hasil CNB Awal 

F1-Score (Macro) 0.0588 

F1-Score (Micro) 0.3449 

Precision (Macro) 0.0821 

Recall (Macro) 0.0519 

Hamming Loss 0.0448 

Akurasi 0.1601 

Dominasi performa pada kelas mayoritas dibandingkan kelas minoritas ini mengindikasikan bahwa 

meskipun CNB memiliki ketangguhan alami, model masih memerlukan optimasi lebih lanjut baik 

melalui hyperparameter tuning maupun penyesuaian ambang batas (threshold). 

3.4.2 Hyperparameter Tuning 

Tujuan dari tahap ini adalah untuk memastikan model mampu mengenali pola subjek secara general 

tanpa terjebak pada overfitting. Berdasarkan hasil pengujian, ditemukan bahwa alpha = 0.1 
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merupakan parameter optimal yang menghasilkan skor F1-Macro sebesar 0.1406 pada proses cross-

validation. Peningkatan signifikan dari skor awal ini mengindikasikan bahwa penggunaan 

smoothing yang lebih ringan lebih sesuai untuk dataset ini. Secara teknis, nilai alpha yang lebih 

kecil memberikan penalti yang lebih rendah untuk kata yang jarang muncul, sehingga model 

menjadi lebih sensitif terhadap fitur spesifik yang membedakan antar kelas. 

3.4.3 Threshold Optimization 

Optimasi threshold pada model ini menghasilkan nilai optimal sebesar 0.220 yang juga 

meningkatkan skor F1-Macro menjadi 0.1679. kenaikan ini menegaskan bahwa nilai default 

threshold kurang mampu mengakomodasi karakteristik dataset yang tidak seimbang. Penetapan 

batas yang lebih rendah menyebabkan model memiliki sensitivitas yang lebih tinggi dalam 

mendeteksi kelas-kelas yang jarang muncul. 

Tabel 8. Metrik Lengkap CNB Tuned 

F1-Score (Macro) 0.1679 

F1-Score (Micro) 0.4097 

Precision (Macro) 0.1201 

Recall (Macro) 0.3084 

Hamming Loss 0.0954 

Akurasi 0.0196 

3.5 Performa Model Bidirectional Long Short-Term Memory (LSTM) 

3.5.1 Model Awal (Initial) 

Untuk menangani ketidakseimbangan data, diterapkan mekanisme sample weighting serta 

mekanisme callback Early Stopping untuk menjaga stabilitas pelatihan. Hasil evaluasi pada data 

validasi menunjukkan skor F1-Macro rendah sebesar 0.0270 dan F1-Micro 0.2145. Skor Recall 

yang rendah mengindikasikan bahwa model ini mengalami kesulitan dalam menggeneralisasi pola 

pada kelas-kelas minoritas ditengah kondisi dataset yang highly imbalanced. Hasil ini menunjukkan 

bahwa dataset berukuran sedang dengan ketimpangan yang ekstrim kurang mampu ditangani oleh 

Deep Learning, karena Deep Learning membutuhkan data dengan volume yang lebih besar. 

3.5.2 Hyperparameter Tuning 

Peningkatan performa model ini dilakukan dengan manual random search. Meskipun secara 

arsitektur eksperimen kali ini adalah yang terbaik, hasil F1-Macro pada ambang batas standar (0.5) 

menunjukkan angka yang sangat rendah pada data validasi (0.0034). Hal ini menandakan bahwa 

model LSTM sangat sensitive terhadap penentuan threshold. 
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3.5.3 Threshold Optimization 

Tahap akhir optimasi pada model LSTM dilakukan dengan penyesuaian threshold. Nilai optimal 

ditemukan pada angka 0.010, yang berhasil meningkatkan skor F1-Macro. nilai ambang batas yang 

rendah ini mengindikasikan bahwa model cenderung under-confident dalam memberikan prediksi 

pada setiap label, sehingga diperlukan threshold yang jauh lebih rendah dari default 0.5. 

Tabel 9. Metrik Lengkap CNB Tuned 

F1-Score (Macro) 0.0740 

F1-Score (Micro) 0.1898 

Precision (Macro) 0.0436 

Recall (Macro) 0.4043 

Hamming Loss 0.3591 

Akurasi 0.0000 

Meski telah melalui berbagai upaya untuk optimasi, performa akhir model LSTM berada di bawah 

performa SVM, yang disebabkan oleh keterbatasan volume data serta karakteristik teks akademik 

itu sendiri. Dataset sebanyak 2.810 dokumen dinilai belum mencukupi untuk melatih ribuan 

parameter dalam arsitektur deep learning secara efektif, terutama untuk menangani 30 label 

sekaligus. Fitur TF-IDF pada SVM lebih mampu menonjolkan kata kunci dibandingkan LSTM yang 

mencoba mempelajari struktur kalimat yang kompleks dengan keterbatasan data latih. 

3.6 Perbandingan Performa Ketiga Model 

Tabel 10. Perbandingan Performa Ketiga Model 

Metrik SVM (Tuned) CNB (Tuned) LSTM (Tuned) Best 

F1-Macro 0.1936 0.1679 0.0740 SVM 

F1-Micro 0.4136 0.4097 0.1898 SVM 

Precision (Macro) 0.1385 0.1201 0.0436 SVM 

Recall (Macro) 0.3946 0.3084 0.4043 LSTM 

Hamming Loss 0.1048 0.0954 0.3591 LSTM 

Accuracy 0.0089 0.0196 0.0000 CNB 

Threshold Optimal -0.330 0.220 0.010 - 

Berdasarkan hasil pengujian menyeluruh, SVM ditetapkan sebagai model terbaik dengan F1-Macro 

sebesar 0.1936. Keunggulan SVM juga dipertegas oleh nilai Hamming Loss terendah, yang 

mengindikasikan tingkat kesalahan prediksi paling minimal dibandingkan model lainnya. 

3.7 Evaluasi Final pada Test Set 

Tahap akhir evaluasi dilakukan dengan menguji model SVM terbaik pada test set sebanyak 562 

dokumen yang bersifat unseen data. Pengujian dilakukan menggunakan threshold optimal -0.330, 
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yang menghasilkan skor F1-Macro sebesar 0.2038 dan F1-Micro 0.4100. 

Tabel 11. Perbandingan Skor SVM 

Metrik SVM (Valid Set) SVM (Test Set) 

F1-Macro 0.1936 0.2038 

F1-Micro 0.4136 0.4100 

Precision (Macro) 0.1385 0.1372 

Recall (Macro) 0.3946 0.4627 

Hamming Loss 0.1048 0.1040 

Accuracy 0.0089 0.0142 

 

Gambar 2. Confusion Matrix Per Subjek 
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Evaluasi confusion matrix per subjek pada test set menunjukkan bahwa model SVM Tuned dengan 

threshold -0.330 cenderung menghasilkan nilai False Positive (FP) yang tinggi pada hampir seluruh 

label. Hal ini mengindikasikan bahwa model terlalu agresif dalam memprediksi kelas positif akibat 

penggunaan threshold yang rendah. Selanjutnya, label-label dengan jumlah sampel positif yang 

sedikit menunjukkan TP yang sangat rendah bahkan nol, yang menunjukkan dampak 

ketidakseimbangan kelas terhadap performa model pada label minoritas. 

3.8 Pembahasan 

Hasil eksperimen ini menunjukkan bahwa model terbaik hanya mencapai F1-Macro sebesar 0.2038. 

meskipun angka ini terlihat rendah, performa tersebut merupakan konsekuensi logis dari 

karakteristik dataset yang sangat beragam. Faktor utama penghambatnya adalah ketidakseimbangan 

data yang sangat ekstrim. Distribusi yang timpang ini menyebabkan model mengalami bias terhadap 

kelas mayoritas karena kontribusinya terhadap loss function yang jauh lebih besar. Meskipun teknik 

class weighting telah diterapkan pada SVM dan CNB, serta sample weighting pada LSTM, hal ini 

terbukti belum cukup untuk menangani ketimpangan jumlah data yang terlalu lebar. 

Hal ini diperparah oleh karakteristik dokumen yang bersifat multilabel dan penggunaan 

Bahasa campuran. Penggunaan abstrak yang ringkas dengan terminologi yang saling tumpang tindih 

antar subjek mengakibatkan sinyal diskriminatif model menjadi lemah. Hal ini menjelaskan alasan 

mengapa model tradisional justru lebih stabil dibandingkan LSTM, karena dataset yang terbatas 

juga tidak mampu memenuhi kebutuhan parameter pada arsitektur LSTM.  Temuan ini sejalan 

dengan penelitian (Utari & Wibowo, 2025) yang menemukan bahwa SVM mengungguli LSTM 

pada dataset berukuran kecil. Meskipun performa ini belum optimal untuk implementasi langsung, 

penelitian ini memberikan insight mengenai batas kemampuan model machine learning dalam 

menangani data teks akademik yang sangat tidak seimbang. Temuan ini menegaskan bahwa 

pengembangan di masa mendatang membutuhkan pendekatan yang lebih khusus seperti augmentasi 

data, penggunaan Pre-trained Language Models, atau optimasi threshold yang lebih ketat untuk 

mencari threshold optimal tiap kelas pada multilabel classification. 

3.9 Implementasi 

Seluruh komponen model yang telah dilatih diekspor menggunakan pustaka joblib, kemudian 

diintegrasikan kedalam system prototype berbasis web menggunakan Streamlit, sebagaimana pada 

Gambar 3. 
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Gambar 3. Tampilan Streamlit 

4. PENUTUP 

Penelitian ini berhasil mengembangkan dan membandingkan tiga model klasifikasi multilabel untuk 

penentuan subjek skripsi. Berdasarkan seluruh tahapan eksperimen, ditemukan bahwa model SVM 

dengan fitur TF-IDF menunjukkan performa terbaik dengan skor F1-Macro sebesar 0.2038, 

mengungguli CNB dan LSTM. Rendahnya performa model secara keseluruhan disebabkan oleh 

ketidakseimbangan data yang sangat ekstrim, serta karakteristik multilabel dan Bahasa campuran. 

Untuk pengembangan selanjutnya, disarankan penggunaan teknik data augmentation untuk 

memperbanyak sampel kelas minoritas, penerapan pre-trained language models untuk mengatasi 

keterbatasan embedding pada kata-kata Bahasa Indonesia, eksplorasi hierarchical classification, 

serta penerapan ensemble methods yang menggabungkan kekuatan berbagai model untuk 

meningkatkan hasil prediksi. 
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