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Abstrak 
Implementasi sistem parkir pintar (smart parking) di lingkungan perkotaan seringkali terhambat oleh 

kondisi citra dunia nyata yang tidak ideal, seperti resolusi rendah, pencahayaan buruk, dan oklusi. 

Keandalan sistem klasifikasi keterisian parkir sangat bergantung pada performa model Computer 
Vision dalam menghadapi degradasi kualitas citra tersebut, namun pemahaman kuantitatif mengenai 

sensitivitas performa ini masih terbatas. Oleh karena itu, penelitian ini bertujuan untuk menganalisis 

secara kuantitatif hubungan antara peningkatan kesalahan penghitungan kendaraan yang diukur 

dengan Mean Absolute Error (MAE) dengan penurunan akurasi klasifikasi keterisian, guna 

mengidentifikasi titik kritis di mana sistem tidak lagi dapat diandalkan. Metode yang digunakan adalah 

eksperimen kuantitatif dengan pendekatan simulasi degradasi citra. Sebuah sistem inferensi berbasis 

model YOLOv11 dalam format ONNX (Open Neural Network Exchange) diuji pada berbagai skenario 

kualitas citra, di mana analisis kinerja dilakukan pada dua level: (1) kesalahan penghitungan diukur 

dengan MAE dan Root Mean Square Error (RMSE), dan (2) akurasi klasifikasi akhir diukur dengan 

Akurasi Klasifikasi dan Confusion Matrix. Kebaruan penelitian ini terletak pada analisis kinerja dua-

level yang secara eksplisit menghubungkan kegagalan pada tingkat deteksi-hitung dengan kegagalan 

pada tingkat sistem. Penelitian ini menghasilkan serangkaian grafik yang memetakan hubungan antara 

tingkat degradasi dengan MAE dan akurasi klasifikasi, serta teridentifikasinya sebuah nilai ambang 

batas MAE (titik kritis) yang dapat digunakan sebagai acuan kelayakan operasional sistem di lapangan. 

 

 
Kata Kunci: Smart Parking, YOLO, Klasifikasi Keterisian, Analisis Sensitivitas, Kualitas Citra, 

Computer Vision, MLOps. 

 

 

Abstract 

The implementation of smart parking systems in urban environments is often hampered by non-ideal 

real-world image conditions, such as low resolution, poor lighting, and occlusion. The reliability of 

parking occupancy classification systems is highly dependent on the performance of Computer Vision 

models in the face of such image quality degradation, but quantitative understanding of this 

performance sensitivity is still limited. Therefore, this study aims to quantitatively analyze the 

relationship between increasing vehicle counting errors as measured by Mean Absolute Error (MAE) 

and decreasing occupancy classification accuracy, in order to identify the critical point at which the 

system is no longer reliable. The method used is a quantitative experiment with an image degradation 

simulation approach. A YOLOv11 model-based inference system in ONNX (Open Neural Network 

Exchange) format is tested on various image quality scenarios, where performance analysis is 

performed at two levels: (1) counting errors as measured by MAE and Root Mean Square Error 

(RMSE), and (2) final classification accuracy as measured by Classification Accuracy and Confusion 

Matrix. The novelty of this study lies in the two-level performance analysis that explicitly links failures 

at the detection-count level with failures at the system level. This research produces a series of graphs 

that map the relationship between the level of degradation with MAE and classification accuracy, and 

identifies an MAE threshold value (critical point) that can be used as a reference for the operational 

feasibility of the system in the field. 
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1. PENDAHULUAN 

1.1 Latar Belakang 

Seiring dengan pesatnya urbanisasi, kota-kota di seluruh dunia menghadapi tantangan 

signifikan dalam manajemen transportasi dan mobilitas. Salah satu inisiatif utama dalam 

pengembangan konsep Smart City adalah penerapan sistem parkir pintar (smart parking) 

untuk mengurangi waktu pencarian parkir (Ogás et al., 2020). Teknologi Computer Vision, 

yang didukung oleh kemajuan deep learning, menawarkan solusi yang menjanjikan untuk 

masalah ini. Pemanfaatan model deteksi YOLO (You Only Look Once) sebagai framework 

pendeteksi suatu objek yang menonjol karena keseimbangan yang baik antara kecepatan 

dan akurasi (Hua et al., 2025). Dengan YOLO, memungkinkan analisis citra dari kamera 

pemantau secara real-time untuk menyediakan informasi ketersediaan tempat parkir 

(Bochkovskiy et al., 2020). 

Deteksi objek menggunakan YOLO merujuk ke sekumpulan algoritma yang secara 

otomatis dapat mengidentifikasi dan menemukan objek dalam gambar atau video (Sirisha 

et al., 2023). YOLOv11 ini dipilih karena diluncurkan dengan perbaikan yang signifikan 

dari versi yang di bawahnya(Al Fitroh & Ariyanto, 2025). .Namun, untuk memberikan 

informasi yang benar-benar berguna bagi pengguna akhir, sistem tidak cukup hanya 

mendeteksi keberadaan kendaraan. Sistem harus mampu menginterpretasikan data mentah 

tersebut menjadi sebuah kecerdasan yang dapat ditindaklanjuti (actionable intelligence), 

yaitu dengan mengklasifikasikan kondisi keterisian sebuah area parkir secara keseluruhan. 

Pendekatan yang efisien untuk mencapai hal ini adalah dengan mendefinisikan sebuah 

Region of Interest (ROI) yang spesifik pada area parkir untuk menghindari 

pengklasifikasian mobil di tempat yang tidak diinginkan (da Luz et al., 2024).  

Dalam implementasi di dunia nyata, keandalan sistem ini sangat bergantung pada 

kualitas citra input. Di sinilah muncul kesenjangan antara harapan dan realita: performa 

model yang divalidasi pada dataset ideal seperti COCO (Common Objects in Context) 

(harapan) seringkali menurun drastis saat dihadapkan pada data di lapangan yang 

terdegradasi (realita). Tiga faktor degradasi yang paling sering ditemui adalah resolusi 

kamera yang berbeda-beda, pencahayaan yang tidak ideal (terlalu gelap atau terang), dan 

oklusi (kendaraan terhalang) (Sapkota et al., 2024). Faktor-faktor degradasi ini dapat 

menyebabkan kesalahan pada tahap penghitungan kendaraan di dalam ROI, yang pada 

akhirnya mengakibatkan kesalahan fatal pada klasifikasi status keterisian parkir. 

Meskipun performa model YOLOv11 secara umum telah banyak didokumentasikan, 
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pemahaman kuantitatif mengenai seberapa "tahan" atau sensitif alur kerja deteksi-hitung-

klasifikasi ini terhadap setiap jenis degradasi spesifik masih terbatas. Tanpa analisis 

sensitivitas ini, implementasi sistem smart parking di lapangan berisiko menghasilkan 

informasi yang tidak andal, yang dapat mengurangi kepercayaan publik dan efektivitas 

sistem. Oleh karena itu, penelitian ini menjadi krusial untuk mengukur dan memetakan 

secara sistematis dampak dari variasi kualitas citra input terhadap akurasi sistem 

klasifikasi keterisian tempat parkir. 

1.2 Identifikasi Masalah 

Berdasarkan latar belakang, dapat diidentifikasi beberapa permasalahan utama yang 

memerlukan investigasi ilmiah: 

1. Belum diketahuinya secara kuantitatif dampak penurunan resolusi citra terhadap 

akurasi penghitungan kendaraan dan akurasi klasifikasi keterisian parkir. 

2. Belum terukurnya pengaruh variasi kondisi pencahayaan terhadap performa dan 

keandalan sistem klasifikasi. 

3. Belum terpetakannya batas toleransi sistem terhadap tingkat oklusi objek kendaraan 

yang berbeda-beda. 

4. Belum adanya pemahaman mengenai hubungan sebab-akibat antara kegagalan pada 

level penghitungan (kinerja komponen) dengan kegagalan pada level klasifikasi 

akhir (kinerja sistem). 

1.3 Rumusan Masalah 

Berdasarkan identifikasi masalah tersebut, penelitian ini dirancang untuk menjawab 

pertanyaan-pertanyaan fundamental berikut: 

1. Seberapa signifikan penurunan akurasi penghitungan kendaraan (diukur dengan 

MAE) saat sistem dihadapkan pada citra dengan tingkat resolusi, pencahayaan, dan 

oklusi yang berbeda-beda? 

2. Seberapa signifikan penurunan akurasi klasifikasi keterisian (longgar, sedang, 

penuh) saat sistem dihadapkan pada kondisi citra yang sama? 

3. Bagaimana hubungan antara peningkatan kesalahan hitung (MAE) dengan 

penurunan akurasi klasifikasi akhir, untuk memahami titik kritis di mana sistem 

tidak lagi dapat diandalkan? 

1.4 Batasan Masalah 

Untuk menjaga fokus penelitian, ditetapkan batasan-batasan sebagai berikut: 
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1. Model yang digunakan adalah YOLOv11 dengan ukuran nano.  

2. Format model yang digunakan adalah ONNX (Open Neural Network Exchange). 

3. Penelitian tidak mencakup proses pelatihan atau fine-tuning model, melainkan 

menggunakan model pre-trained. 

4. Klasifikasi keterisian dibagi menjadi tiga kelas: longgar (0-7 kendaraan), sedang 

(8-13 kendaraan), dan penuh (>13 kendaraan) dengan kapasitas maksimal 20 

kendaraan. 

1.5 Tujuan Penelitian 

Selaras dengan rumusan masalah yang telah diidentifikasi, penelitian ini memiliki tiga 

tujuan utama yang spesifik dan terukur: 

1. Menganalisis secara kuantitatif dampak dari berbagai tingkat degradasi citra 

(resolusi, pencahayaan, oklusi) terhadap akurasi penghitungan kendaraan dan 

akurasi sistem klasifikasi keterisian parkir. 

2. Mengukur penurunan kinerja pada kedua level tersebut menggunakan metrik MAE 

untuk penghitungan, serta Akurasi Klasifikasi & Confusion Matrix untuk 

klasifikasi. 

3. Memetakan hubungan sebab-akibat antara kesalahan hitung dengan kesalahan 

klasifikasi untuk mengidentifikasi dan mendefinisikan batas operasional 

(operational limits) di mana sistem dapat dianggap andal. 

1.6 Manfaat Penelitian 

Adapun beberapa manfaat dari penelitian ini: 

1. Penelitian ini diharapkan dapat memberikan kontribusi pada studi empiris mengenai 

ketahanan model Computer Vision modern. Hasil analisis menyediakan studi kasus 

konkret tentang bagaimana performa model deteksi objek menurun dalam alur kerja 

yang lebih kompleks (deteksi-hitung-klasifikasi) dan dapat menjadi benchmark bagi 

penelitian selanjutnya. 

2. Hasil penelitian ini menghasilkan sebuah panduan praktis yang dapat menjadi dasar 

pengambilan keputusan berbasis data (data-driven decision making) bagi para insinyur 

dan perancang sistem. Analisis mengenai titik kritis dapat digunakan untuk menentukan 

spesifikasi teknis minimum (misalnya, resolusi kamera, standar pencahayaan 

minimum) dan merumuskan strategi penempatan kamera yang optimal untuk menjamin 

keandalan informasi pada sistem smart parking. 
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2. METODE PENELITIAN 

Bab ini menyajikan landasan metodologis yang digunakan untuk menjawab permasalahan 

penelitian. Kinerja sistem yang tervalidasi pada data bersih tidak menjamin performa yang 

sama pada citra terdegradasi. 

2.1 Pendekatan Penelitian 

Pendekatan yang digunakan dalam penelitian ini adalah studi eksperimental kuantitatif 

(Rajendran et al., 2023), untuk mengevaluasi kinerja system pada dataset yang dimodifikasi 

secara terprogram (simulasi degradasi). Analisis dilakukan secara statistik pada dua level: 

(1) kinerja penghitungan objek untuk diagnosis internal model, dan (2) kinerja klasifikasi 

sistem untuk mengevaluasi hasil akhir bagi pengguna. Pendekatan evaluasi ini penting 

mengingat evolusi arsitektur YOLO (You Only Look Once) yang terus menyeimbangkan 

antara kecepatan inferensi dan akurasi deteksi dalam berbagai skenario operasional (Terven 

et al., 2023). 

2.2 Subjek dan Objek Penelitian 

Subjek penelitian ini adalah sistem klasifikasi parkir otomatis berbasis arsitektur serverless 

di Google Cloud Platform. Sistem mengintegrasikan Cloud Storage, Eventarc, dan Cloud 

Run untuk mengorkestrasi inferensi model YOLOv11 nano (format ONNX), dengan 

penyimpanan data pada Cloud Firestore, seperti yang tertera pada Gambar 2. Pemilihan 

keluarga model YOLO didasari oleh kapabilitas deteksi real-time dan latensi rendah yang 

terbukti efektif dalam implementasi sistem parkir cerdas (Garta et al., 2025). 

 

Gambar 1 Alur Kerja YOLOv11. 

 YOLOv11 merupakan one-stage detector state-of-the-art yang mengintegrasikan 

lokalisasi dan klasifikasi objek dalam satu tahapan komputasi efisien. Proses diawali 
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dengan preprocessing citra ke resolusi standar 640 × 640 pixel, seperti pada Gambar 1. 

Pada bagian backbone, ekstraksi fitur dilakukan melalui blok C3k2 (Cross Stage Partial 

Bottleneck with 3 Convolutions - Version 2) dan C2PSA (Cross Stage Partial with Point-

wise Spatial Attention) yang menggunakan mekanisme spatial attention untuk 

memfokuskan deteksi pada kendaraan sekaligus mereduksi noise latar belakang. 

 Selanjutnya, komponen Neck melakukan penggabungan fitur (feature fusion) 

antarskala guna menangkap detail objek secara komprehensif. Tahap akhir diproses oleh 

Head yang bersifat anchor-free untuk menghasilkan koordinat bounding box dan skor 

kepercayaan. Output berupa jumlah kendaraan terdeteksi inilah yang menjadi basis 

penentuan status keterisian parkir berdasarkan ambang batas yang telah ditetapkan. 

 

Gambar 2 Alur Kerja Sistem Smart Parking. 

 Objek penelitian difokuskan pada analisis sensitivitas kinerja sistem terhadap degradasi 

kualitas citra, meliputi reduksi resolusi (480p–144p), anomali pencahayaan, dan oklusi. 

Evaluasi dilakukan dalam dua tingkat: (1) Kinerja penghitungan objek menggunakan MAE 

dan RMSE; serta (2) Kinerja klasifikasi sistem menggunakan Akurasi, Recall, Precision, 

F1-Score, dan Confusion Matrix. Analisis ini bertujuan mengidentifikasi ambang batas 

kualitas citra terendah di mana sistem masih beroperasi secara andal. 

2.3 Data dan Sumber Data 

Data yang digunakan dalam penelitian ini berupa citra digital area parkir berformat .jpg, 

yang terdiri atas data asli (baseline) dan data turunan yang dimodifikasi secara terprogram 

untuk mensimulasikan degradasi kualitas citra. Pendekatan simulasi ini diterapkan karena 

pengumpulan data real-world yang mencakup segala kondisi cuaca dan pencahayaan sering 

kali sulit dilakukan, sehingga modifikasi data menjadi solusi efektif untuk menguji 

ketahanan model (Dewi et al., 2021).  
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 Sumber data berasal dari koleksi citra parkir yang telah dianotasi secara manual sebagai 

ground truth (Surya Kusuma et al., 2024), sebanyak 240 data uji (20 citra dasar × 12 

skenario) digunakan untuk menganalisis sensitivitas sistem secara komprehensif. 

2.4 Teknik Pengumpulan Data 

Data kuantitatif akan dikumpulkan secara terprogram melalui sebuah skrip Python 

pengujian otomatis yang dirancang untuk memastikan konsistensi, keterulangan, dan 

skalabilitas proses eksperimen (Rajendran et al., 2023). Skrip ini secara sistematis 

melakukan pemrosesan pada 12 skenario degradasi citra yang berbeda (resolusi, 

pencahayaan, dan oklusi). Untuk setiap unit citra dalam setiap skenario, sistem akan 

merekam dan menyimpan hasil pemrosesan ke dalam sebuah file terstruktur (format .xlsx 

atau .csv). 

2.5 Teknik Analisis Data 

Pendekatan analisis dua-level ini secara fundamental penting untuk tidak hanya mengukur 

dampak degradasi citra terhadap output akhir, tetapi juga untuk mendiagnosis komponen 

internal sistem (proses deteksi-hitung) yang menjadi akar penyebab perubahan kinerja 

tersebut. Analisis akan dilakukan menggunakan perangkat lunak statistik atau library 

Python seperti Pandas, NumPy, Scikit-learn, dan Matplotlib. 

2.5.1 Analisis Kinerja Perhitungan (Level 1): Diagnostik Komponen Deteksi-

Hitung 

Analisis Level 1 bertujuan mengevaluasi kemampuan sistem dalam mendeteksi 

dan menghitung jumlah kendaraan di dalam ROI dengan membandingkan hasil 

prediksi sistem terhadap data ground truth. Kinerja penghitungan dianalisis 

menggunakan tiga metrik utama, yaitu MAE, RMSE, dan Akurasi Deteksi.  

 MAE digunakan untuk mengukur rata-rata kesalahan penghitungan kendaraan 

per citra tanpa memperhatikan arah kesalahan (over-counting atau under-

counting) (Robeson & Willmott, 2023), dan dihitung menggunakan Persamaan 

(1).  

𝑀𝐴𝐸 =
1

𝑛
∑|𝑦𝑖 −  ŷ𝑖|

𝑛

𝑖=1

(1) 

dengan 𝑦𝑖 adalah jumalah ril (actual count), ŷ𝑖 adalah jumlah yang terdeteksi 

(predicted count) dan 𝑛 adalah jumlah data . 

 RMSE digunakan sebagai pelengkap MAE untuk mengidentifikasi variabilitas 
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kesalahan serta keberadaan kesalahan besar (outlier), karena kesalahan 

dikuadratkan sebelum dirata-ratakan (Hodson Timothy O., 2022), sebagaimana 

ditunjukkan pada Persamaan (2). 

𝑅𝑀𝑆𝐸 =  √
1

𝑛
∑(𝑦𝑖 −  ŷ𝑖)2

𝑛

𝑖=1

(2) 

 Selain itu, Akurasi Deteksi digunakan untuk mengukur efektivitas sistem dalam 

menghitung volume kendaraan secara agregat dengan pendekatan berbobot 

(Weighted Absolute Percentage Error), sebagaimana dirumuskan pada Persamaan 

(3). 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖𝐷𝑒𝑡𝑒𝑘𝑠𝑖 = 100 − (
∑ |𝑦𝑖 −  ŷ𝑖|

𝑛
𝑖=1

∑𝑦𝑖
× 100) (3) 

 Sebagai pendukung analisis kuantitatif, digunakan scatter plot prediksi versus 

aktual dengan garis ideal Y = X untuk mengidentifikasi kecenderungan bias 

sistematis, seperti over-counting atau under-counting, pada berbagai kondisi 

degradasi citra. 

2.5.2 Analisis Kinerja Klasifikasi (Level 2): Evaluasi Output Akhir Sistem 

Analisis Level 2 bertujuan mengevaluasi kualitas output akhir sistem yang 

langsung dikonsumsi pengguna, yaitu klasifikasi status keterisian parkir ke dalam 

tiga kelas: longgar, sedang, dan penuh. Evaluasi dilakukan dengan 

membandingkan hasil status_prediksi sistem terhadap status_sebenarnya dari 

anotasi ground truth menggunakan metrik klasifikasi multi-kelas standar. 

 Kinerja klasifikasi secara umum diukur menggunakan Akurasi Klasifikasi, yang 

merepresentasikan persentase total prediksi status yang benar pada setiap skenario 

degradasi, sebagaimana dirumuskan pada Persamaan (4). Namun, penggunaan 

akurasi sebagai metrik tunggal sering kali tidak cukup untuk menggambarkan 

performa model secara utuh, terutama jika terdapat ketidakseimbangan distribusi 

data antar kelas (Tharwat, 2020). 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖 𝐾𝑙𝑎𝑠𝑖𝑓𝑖𝑘𝑎𝑠𝑖 =
𝐽𝑢𝑚𝑙𝑎ℎ 𝑃𝑟𝑒𝑑𝑖𝑘𝑠𝑖

𝑇𝑜𝑡𝑎𝑙 𝐷𝑎𝑡𝑎
× 100% (4) 

Untuk analisis kesalahan yang lebih rinci, digunakan Confusion Matrix berukuran 

3×3 yang menggambarkan distribusi prediksi benar dan salah antar kelas, dengan 

elemen diagonal menunjukkan True Positives dan elemen di luar diagonal 

merepresentasikan False Positives serta False Negatives (Surya Kusuma et al., 
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2024). 

 Selain itu, performa klasifikasi dianalisis menggunakan Precision, Recall, dan 

F1-Score.  

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑟𝑢𝑒𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

(𝑇𝑟𝑢𝑒𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 +  𝐹𝑎𝑙𝑠𝑒𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒)
(5) 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑟𝑢𝑒𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

(𝑇𝑟𝑢𝑒𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 +  𝐹𝑎𝑙𝑠𝑒𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒)
(6) 

dimana True Positive adalah jumlah prediksi yang benar sesuai dengan kelas 

sebenarnya, False Positive menggambarkan prediksi yang keliru pada suatu kelas, 

sedangkan False Negative merepresentasikan data aktual yang tidak berhasil 

terdeteksi atau salah diklasifikasikan oleh sistem. 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =  2 ×
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 +  𝑅𝑒𝑐𝑎𝑙𝑙
(7) 

 Precision mengukur keandalan prediksi positif untuk setiap kelas dan dihitung 

menggunakan Persamaan (5), sedangkan Recall mengukur kemampuan sistem 

dalam menangkap seluruh kasus positif yang sebenarnya, sebagaimana 

dirumuskan pada Persamaan (6). F1-score menyatukan aspek ketepatan dan 

kelengkapan deteksi dalam satu nilai yang mencerminkan performa model secara 

keseluruhan (Nugroho & Nurgiyatna, 2024), yang dihitung menggunakan 

Persamaan (7). Evaluasi berbasis F1-Score ini menjadi sangat krusial dalam 

sistem deteksi objek modern seperti YOLO untuk memastikan bahwa model tidak 

hanya presisi dalam mendeteksi, tetapi juga sensitif terhadap keberadaan objek di 

berbagai kondisi lingkungan (Diwan et al., 2022). 

2.5.3 Analisis Sensitivitas Akhir: Sintesis dan Identifikasi Titik Kritis 

Tahap ini mengintegrasikan hasil evaluasi Level 1 (penghitungan kendaraan) dan 

Level 2 (klasifikasi keterisian) untuk menentukan sensitivitas dan batas 

operasional sistem. Analisis dilakukan melalui dua grafik utama, yaitu hubungan 

antara tingkat degradasi citra terhadap kesalahan penghitungan (MAE) dan 

terhadap akurasi klasifikasi. Selanjutnya, hubungan langsung antara MAE dan 

akurasi klasifikasi dianalisis menggunakan grafik MAE (sumbu-X) terhadap 

akurasi klasifikasi (sumbu-Y) untuk mengidentifikasi titik kritis operasional, yang 

didefinisikan sebagai kondisi ketika akurasi klasifikasi turun di bawah ambang 

keandalan yang dapat diterima. Hasil analisis ini digunakan sebagai dasar dalam 

penentuan kondisi operasional minimum yang direkomendasikan bagi 
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implementasi sistem. 

3. HASIL DAN PEMBAHASAN 

Pada bab ini, dipaparkan hasil eksperimen terhadap 20 data mentah yang diolah menjadi 

240 data uji dengan scenario yang sudah ditentukan melalui sistem smart parking berbasis 

YOLOv11 nano. Analisis dilakukan secara sistematis untuk menjawab tiga rumusan 

masalah utama terkait dampak degradasi citra terhadap performa penghitungan dan 

klasifikasi keterisian parkir. 

3.1 Deskripsi dan Analisis Data 

 Ekperimen memiliki 12 skenario degradasi yang mencakup variasi pencahayaan 

(cahaya_gelap_0.2, cahaya_gelap_0.5, cahaya_terang_1.5, cahaya_terang_2.0), oklusi 

(oklusi_20, oklusi_40, oklusi_60), dan resolusi (reslousi_144p, reslousi_240p, 

reslousi_360p, reslousi_480p). Analisis dilakukan pada dua level kinerja: 

1. Level 1 – Terhadap Perhitungan Kendaraan 

2. Level 2 – Terhadap Perhitungan Keterisian 

 Pendekatan ini memungkinkan evaluasi menyeluruh terhadap ketahanan sistem, 

baik pada level komponen maupun pada level output akhir yang dikonsumsi pengguna. 

3.1.1 Analisis Dampak Degradasi Terhadap Perhitungan Kendaraan (Level 1) 

Analisis pada Level 1 bertujuan untuk mengevaluasi kinerja sistem dalam 

mendeteksi dan menghitung jumlah kendaraan di dalam ROI pada berbagai 

skenario degradasi citra. Evaluasi dilakukan menggunakan metrik akurasi deteksi, 

MAE, dan RMSE, yang disajikan dalam bentuk tabel dan grafik untuk 

memudahkan perbandingan antar skenario. 

Tabel 1 Hasil Pengujian Skenario (Level 1). 

Skenario Jml Data Akurasi Deteksi (%) MAE RMSE 

baseline 20 69,7 2,5 2,83 

cahaya_gelap_0.2 20 58,79 3,4 3,77 

cahaya_gelap_0.5 20 64,85 2,9 3,18 

cahaya_terang_1.5 20 68,48 2,6 2,97 

cahaya_terang_2.0 20 64,24 2,95 3,41 

oklusi_20 20 67,27 2,7 3,05 

oklusi_40 20 66,06 2,8 3,11 

oklusi_60 20 61,82 3,15 3,57 

resolusi_144p 20 0 8,25 8,39 

resolusi_240p 20 38,18 5,1 5,38 
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resolusi_360p 20 67,27 2,7 3,11 

resolusi_480p 20 70,91 2,4 2,65 

 

Gambar 3 Grafik Perbandingan MAE dengan RMSE antar scenario. 

 Berdasarkan Tabel 1, pada kondisi baseline sistem mencapai akurasi deteksi 

sebesar 69,7% dengan nilai MAE 2,5 dan RMSE 2,83. Nilai MAE dan RMSE 

sesuai dengan Gambar 3 yang relatif berdekatan menunjukkan bahwa kesalahan 

penghitungan bersifat stabil dan tidak didominasi oleh kesalahan besar (outlier). 

 Pada skenario pencahayaan gelap, performa sistem mengalami penurunan yang 

signifikan, terutama pada kondisi cahaya_gelap_0.2. Akurasi deteksi turun 

menjadi 58,79%, disertai peningkatan nilai MAE menjadi 3,4 dan RMSE menjadi 

3,77. Kondisi ini menunjukkan bahwa kehilangan detail visual akibat 

underexposure berdampak langsung pada kegagalan deteksi sebagian kendaraan. 

 Pada kondisi cahaya_gelap_0.5, performa sistem sedikit membaik, namun 

masih berada di bawah kondisi baseline. Sebaliknya, pada skenario pencahayaan 

terang, penurunan performa relatif lebih kecil, yang menunjukkan bahwa sistem 

lebih sensitif terhadap pencahayaan gelap dibandingkan pencahayaan berlebih. 

 Sebagai ilustrasi perhitungan metrik pada Level 1, digunakan data dari skenario 

cahaya_gelap_0.2. Tabel berikut menyajikan hasil penghitungan kendaraan yang 

menjadi dasar perhitungan MAE, RMSE, dan akurasi deteksi. 

Tabel 2 Hasil eksperimen scenario cahaya_gelap_0.2. 

ID Skenario Nama file asli Jumlah 

Terdeteksi 

(ŷ𝑖) 

Status Actual_

count 

(𝒚𝒊) 

Status 

Sebenarnya 

test_

01 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127093609.jpg 6 longgar 9 sedang 

test_ cahaya_gelap_0.2 2025_11_27_Smart- 4 longgar 8 sedang 
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02 Park_01_20251127093652.jpg 

test_

03 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127093928.jpg 6 longgar 7 longgar 

test_

04 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127094100.jpg 6 longgar 7 longgar 

test_

05 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127094303.jpg 5 longgar 8 sedang 

test_

06 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127094627.jpg 4 longgar 8 sedang 

test_

07 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127094656.jpg 5 longgar 8 sedang 

test_

08 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127101026.jpg 5 longgar 9 sedang 

test_

09 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127102729.jpg 5 longgar 9 sedang 

test_

10 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127103234.jpg 5 longgar 9 sedang 

test_

11 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127103420.jpg 4 longgar 10 sedang 

test_

12 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127104318.jpg 5 longgar 10 sedang 

test_

13 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127104859.jpg 5 longgar 10 sedang 

test_

14 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127105159.jpg 5 longgar 10 sedang 

test_

15 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127105404.jpg 5 longgar 11 sedang 

test_

16 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127111503.jpg 4 longgar 8 sedang 

test_

17 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127111610.jpg 4 longgar 7 longgar 

test_

18 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127111744.jpg 5 longgar 6 longgar 

test_

19 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127112247.jpg 5 longgar 6 longgar 

test_

20 cahaya_gelap_0.2 

2025_11_27_Smart-

Park_01_20251127112339.jpg 4 longgar 5 longgar 
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Gambar 4 Baseline 2025_11_27_Smart-Park_01_20251127093609.jpg yang 

dianotasikan sebagai “test_20”. 

 Berdasarkan Tabel 2, terlihat bahwa pada skenario cahaya_gelap_0.2, sistem 

cenderung mendeteksi jumlah kendaraan lebih rendah dibandingkan nilai aktual. 

Hampir seluruh prediksi sistem menghasilkan status “longgar”, sementara 

sebagian besar kondisi sebenarnya berada pada kelas “sedang”. Pola ini 

menunjukkan adanya bias under-counting, yang secara langsung berkontribusi 

pada meningkatnya nilai MAE dan RMSE serta menurunnya akurasi deteksi. 

 Nilai MAE dihitung menggunakan Persamaan (1) dengan 𝑛 = 20 dan 

∑|𝑦𝑖 −  ŷ𝑖| sebesar 68, maka diperoleh: 

𝑀𝐴𝐸 =
1

20
× 68 

𝑀𝐴𝐸 = 3.4 

 Sedangkan nilai RMSE dihitung menggunakan Persamaan (2) dengan 

∑(𝑦𝑖 −  ŷ𝑖)2 sebesar 284, maka diperoleh: 

𝑅𝑀𝑆𝐸 =  √
1

20
× 284 

𝑅𝑀𝑆𝐸 = 3.768 

 Untuk akurasi deteksi dihitung menggunakan Persamaan (3) dengan jumlah 

data perhitungan aktual sebesar 165, maka diperoleh: 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖𝐷𝑒𝑡𝑒𝑘𝑠𝑖 = 100 − (
68

165
× 100) 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖𝐷𝑒𝑡𝑒𝑘𝑠𝑖 = 100 − 41.21 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖𝐷𝑒𝑡𝑒𝑘𝑠𝑖 = 58.79 
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 Pada skenario oklusi, penurunan kinerja terjadi secara bertahap seiring 

meningkatnya tingkat oklusi. Akurasi deteksi menurun dari 67,27% pada oklusi 

20% menjadi 61,82% pada oklusi 60%, sementara nilai MAE dan RMSE 

meningkat secara perlahan. Hal ini menunjukkan bahwa sistem masih mampu 

bekerja pada kondisi oklusi ringan hingga sedang, namun mulai kehilangan 

akurasi pada oklusi yang lebih berat. 

 Dampak degradasi paling signifikan terjadi pada penurunan resolusi citra. Pada 

resolusi 480p dan 360p, sistem masih menunjukkan performa yang relatif stabil 

dengan akurasi deteksi di atas 67% dan nilai MAE di bawah 3. Namun, pada 

resolusi 240p, akurasi deteksi turun drastis menjadi 38,18%, disertai lonjakan nilai 

MAE menjadi 5,1. Pada resolusi 144p, sistem gagal mendeteksi kendaraan secara 

efektif dengan akurasi deteksi 0%, serta nilai MAE dan RMSE yang sangat tinggi. 

Temuan ini menunjukkan bahwa resolusi di bawah 360p tidak lagi memadai untuk 

penghitungan kendaraan yang andal. 

 

Gambar 5 Diagram Bias : Prediksi vs Aktual. 

 Selain analisis kuantitatif menggunakan MAE dan RMSE, evaluasi Level 1 juga 

diperkuat melalui analisis bias pada Gambar 5 menggunakan scatter plot antara 



 

15 

 

jumlah kendaraan aktual (ground truth) dan hasil deteksi sistem, dengan garis 

diagonal (Y = X) sebagai representasi kondisi ideal. Pada kondisi baseline dan 

degradasi ringan, sebagian besar titik berada dekat garis ideal, yang menunjukkan 

bahwa sistem masih mampu menghitung jumlah kendaraan dengan cukup baik 

dan kesalahan yang relatif kecil, sejalan dengan nilai MAE yang rendah. 

Sebaliknya, pada skenario degradasi berat, khususnya pencahayaan gelap 

ekstrem, oklusi tinggi, dan resolusi rendah (240p dan 144p) banyak titik berada 

jauh di bawah garis ideal, yang mengindikasikan adanya bias under-counting. 

Penyebaran titik yang semakin lebar pada kondisi ini juga menjelaskan nilai 

RMSE yang lebih besar dibandingkan MAE, sehingga menegaskan bahwa 

kesalahan penghitungan pada Level 1 bersifat sistematis dan semakin meningkat 

seiring menurunnya kualitas citra input. 

 Secara keseluruhan, hasil analisis Level 1 menunjukkan bahwa penurunan 

kualitas citra selalu diikuti oleh penurunan akurasi deteksi dan peningkatan nilai 

MAE serta RMSE. Nilai MAE di sekitar 3 kendaraan dapat dianggap sebagai batas 

risiko, karena pada tingkat kesalahan tersebut kinerja penghitungan mulai tidak 

stabil dan berpotensi menurunkan keandalan proses klasifikasi keterisian parkir 

pada Level 2. 

3.1.2 Analisis Dampak Degradasi Terhadap Klasifikasi Keterisian (Level 2) 

Analisis pada Level 2 bertujuan untuk mengevaluasi kinerja sistem dalam 

mengklasifikasikan status keterisian parkir ke dalam tiga kelas, yaitu longgar, 

sedang, dan penuh, pada berbagai skenario degradasi citra. Evaluasi dilakukan 

menggunakan metrik akurasi klasifikasi, Precision, Recall, F1-score, yang 

disajikan dalam bentuk tabel, grafik, serta confusion matrix untuk memberikan 

gambaran performa sistem secara komprehensif. 

Tabel 3 Hasil Pengujian Skenario (Level 2) 

Skenario Jumlah Data Akurasi Klasifikasi (%) Precision Recall F1-Score 

baseline 20 45 0,806 0,45 0,404 

cahaya_gelap_0.2 20 30 0,09 0,3 0,138 

cahaya_gelap_0.5 20 40 0,8 0,4 0,325 

cahaya_terang_1.5 20 35 0,795 0,35 0,237 

cahaya_terang_2.0 20 35 0,795 0,35 0,237 

oklusi_20 20 40 0,8 0,4 0,325 

oklusi_40 20 30 0,09 0,3 0,138 
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oklusi_60 20 40 0,8 0,4 0,325 

resolusi_144p 20 30 0,09 0,3 0,138 

resolusi_240p 20 30 0,09 0,3 0,138 

resolusi_360p 20 30 0,09 0,3 0,138 

resolusi_480p 20 45 0,806 0,45 0,404 

 Berdasarkan Tabel 3, kinerja klasifikasi keterisian parkir menunjukkan 

konsistensi antar metrik evaluasi, di mana F1-score merepresentasikan 

keseimbangan antara Precision dan Recall. Kesesuaian antara nilai numerik pada 

tabel dan visualisasi grafik menunjukkan bahwa hasil evaluasi valid secara 

matematis dan metodologis. 

 

Gambar 6 Grafik Akurasi Status Parkir Antar Skenario 

 Berdasarkan Gambar 6, kondisi baseline dan resolusi tinggi (480p) memiliki 

akurasi klasifikasi sebesar 45% dengan Precision yang relatif tinggi (±0,80), 

namun Recall masih rendah (0,45). Hal ini menunjukkan bahwa sistem bersifat 

konservatif, yaitu cenderung hanya memberikan prediksi ketika tingkat keyakinan 

tinggi. Pola serupa juga terlihat pada skenario degradasi ringan seperti cahaya 

gelap 0.5 dan oklusi 20%–60%, dengan akurasi klasifikasi di kisaran 40% dan F1-

score yang masih moderat. 

 Dari tabel 2, diperoleh akurasi klasifikasi cahaya_gelap_0.2 menggunakan 

Persamaan (4): 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖𝐾𝑙𝑎𝑠𝑖𝑓𝑖𝑘𝑎𝑠𝑖 =
6

20
× 100% = 30% 

 Dan distribusi prediksi sistem terhadap kelas keterisian dan confusion matriks 

pada scenario cahaya_gelap_0.2 diperoleh: 

Tabel 4 Jumlah Kendaraaan dari actual count dan sistem 
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Status Sebenarnya(actual_count) Sistem(prediksi) 

Longgar 6 20 

Sedang 14 0 

Penuh 0 0 

Tabel 5 Confusion Matrix scenario cahaya_gelap_0.2 

   Prediksi  

  Longar Sedang Penuh 

 Longgar 6 0 0 

Actual Sedang  14 0 0 

 Penuh  0 0 0 

 Dari tabel 5 diatas, diperoleh Precision dan Recall dari masing-masing 

klasifikasi menggunakan Persamaan (5) dan Persamaan (6): 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝐿𝑜𝑛𝑔𝑔𝑎𝑟 =
6

6 + 14
= 0.30 𝑅𝑒𝑐𝑎𝑙𝑙𝐿𝑜𝑛𝑔𝑔𝑎𝑟 =

6

6 + 0
= 1.0 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑆𝑒𝑑𝑎𝑛𝑔 = 0 
𝑅𝑒𝑐𝑎𝑙𝑙𝑆𝑒𝑑𝑎𝑛𝑔 =

0

0 + 14
= 0 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑃𝑒𝑛𝑢ℎ = 0 𝑅𝑒𝑐𝑎𝑙𝑙𝑃𝑒𝑛𝑢ℎ = 0 

 Maka diperolah Precision Weighted dan Recall Weighed dari scenario 

cahaya_gelap_0.2 dengan nilai 𝑆𝑢𝑝𝑝𝑜𝑟𝑡 yang didapatkan dari masing-masing actual 

count setiap kelas:  

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑊𝑒𝑖𝑔ℎ𝑡𝑒𝑑 =
∑𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 × 𝑆𝑢𝑝𝑝𝑜𝑟𝑡

∑𝑆𝑢𝑝𝑝𝑜𝑟𝑡 
(8) 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑊𝑒𝑖𝑔ℎ𝑡𝑒𝑑 =
(0.30 × 6) + (0 × 14) + (0 × 0)

20
= 0.09 

𝑅𝑒𝑐𝑎𝑙𝑙𝑊𝑒𝑖𝑔ℎ𝑡𝑒𝑑 =
∑𝑅𝑒𝑐𝑎𝑙𝑙 × 𝑆𝑢𝑝𝑝𝑜𝑟𝑡

∑𝑆𝑢𝑝𝑝𝑜𝑟𝑡 
(9) 

𝑅𝑒𝑐𝑎𝑙𝑙𝑊𝑒𝑖𝑔ℎ𝑡𝑒𝑑 =
(1.0 × 6) + (0 × 14) + (0 × 0)

20
= 0.30 

 Hasil dari Recall dan Precision digunakan untuk menghitung F1-score dari 

masing-masing klasifikasi skenario cahaya_gelap_02 dengan menggunakan 

Persamaan (7): 

𝐹1𝑆𝑐𝑜𝑟𝑒𝐿𝑜𝑛𝑔𝑔𝑎𝑟
=  2 ×

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝐿𝑜𝑛𝑔𝑔𝑎𝑟 × 𝑅𝑒𝑐𝑎𝑙𝑙𝐿𝑜𝑛𝑔𝑔𝑎𝑟

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝐿𝑜𝑛𝑔𝑔𝑎𝑟  +  𝑅𝑒𝑐𝑎𝑙𝑙𝑅𝑒𝑐𝑎𝑙𝑙
(10) 

𝐹1𝑆𝑐𝑜𝑟𝑒𝐿𝑜𝑛𝑔𝑔𝑎𝑟
=  2 ×

0.30 × 1.0

0.30 +  1.0
=  0.461 

𝐹1𝑆𝑐𝑜𝑟𝑒𝑆𝑒𝑑𝑎𝑛𝑔
=  2 ×

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑆𝑒𝑑𝑎𝑚𝑔 × 𝑅𝑒𝑐𝑎𝑙𝑆𝑒𝑑𝑎𝑛𝑔

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑆𝑒𝑑𝑎𝑛𝑔  +  𝑅𝑒𝑐𝑎𝑙𝑙𝑆𝑒𝑑𝑎𝑛𝑔
(11) 
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𝐹1𝑆𝑐𝑜𝑟𝑒𝑆𝑒𝑑𝑎𝑛𝑔
=  2 ×

0 × 0

0 +  0
= 0 

𝐹1𝑆𝑐𝑜𝑟𝑒𝑃𝑒𝑛𝑢ℎ
=  2 ×

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑝𝑒𝑛𝑢ℎ × 𝑅𝑒𝑐𝑎𝑙𝑙𝑝𝑒𝑛𝑢ℎ

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑝𝑒𝑛𝑢ℎ  +  𝑅𝑒𝑐𝑎𝑙𝑙𝑝𝑒𝑛𝑢ℎ
(12) 

𝐹1𝑆𝑐𝑜𝑟𝑒𝑃𝑒𝑛𝑢ℎ
=  2 ×

0 × 0

0 + 0
= 0 

Maka diperolah F1-Score weighted dari scenario Cahaya_gelap_0.2: 

𝐹1𝑆𝑐𝑜𝑟𝑒𝑊𝑒𝑖𝑔ℎ𝑡𝑒𝑑
=

∑𝐹1𝑘𝑙𝑎𝑠𝑖𝑓𝑖𝑘𝑎𝑠𝑖 × 𝑠𝑢𝑝𝑝𝑜𝑟𝑡𝑘𝑙𝑎𝑠𝑖𝑓𝑖𝑘𝑎𝑠𝑖

∑𝑠𝑢𝑝𝑝𝑜𝑟𝑡𝑘𝑙𝑎𝑠𝑖𝑓𝑖𝑘𝑎𝑠𝑖
(13) 

𝐹1𝑆𝑐𝑜𝑟𝑒𝑊𝑒𝑖𝑔ℎ𝑡𝑒𝑑
=

(0.461 × 6) + (0 × 14) + (0 × 0 )

(6 + 14 + 0)
 

𝐹1𝑆𝑐𝑜𝑟𝑒𝑊𝑒𝑖𝑔ℎ𝑡𝑒𝑑
= 0.138 

 Pada skenario degradasi berat seperti cahaya_gelap_0.2, oklusi 40%, serta 

resolusi rendah (144p–360p), performa klasifikasi menurun signifikan dengan 

akurasi sekitar 30%, precision yang sangat rendah (±0,09), dan F1-score yang 

rendah. Analisis confusion matrix menunjukkan bahwa kesalahan klasifikasi 

paling sering terjadi antar kelas yang berdekatan, khususnya antara kelas sedang 

dan longgar, sementara kelas penuh hampir tidak terdeteksi. Hal ini 

mengindikasikan bahwa kesalahan penghitungan kendaraan yang relatif kecil 

pada Level 1 sudah cukup untuk menyebabkan perpindahan kelas keterisian. 

 

Gambar 7 Confusion Matrix global. 

 Berdasarkan Gambar 7, kesalahan klasifikasi paling sering terjadi antara kelas 

sedang dan longgar, di mana sebagian besar data dengan ground truth sedang 

diprediksi sebagai longgar, sementara kelas penuh hampir tidak terdeteksi. Pola 
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ini menunjukkan kecenderungan under-classification yang merupakan dampak 

langsung dari kesalahan penghitungan kendaraan pada Level 1, karena perbedaan 

satu hingga dua kendaraan sudah cukup untuk menyebabkan perpindahan kelas 

keterisian. Hal ini menegaskan bahwa sistem klasifikasi bersifat diskrit dan sangat 

sensitif terhadap kesalahan kecil pada hasil penghitungan. Secara keseluruhan, 

confusion matrix global memperkuat bahwa keandalan klasifikasi keterisian 

parkir pada Level 2 sangat bergantung pada stabilitas penghitungan kendaraan 

pada Level 1, sehingga penurunan akurasi klasifikasi merupakan konsekuensi 

logis dari meningkatnya kesalahan penghitungan. 

 Secara keseluruhan, hasil evaluasi Level 2 menegaskan bahwa performa 

klasifikasi keterisian parkir sangat bergantung pada stabilitas hasil penghitungan 

kendaraan pada Level 1. Munculnya nilai metrik yang sama atau berulang pada 

beberapa skenario bukan merupakan kesalahan perhitungan, melainkan 

konsekuensi dari jumlah data yang terbatas dan batas antar kelas keterisian yang 

berdekatan. Dengan demikian, data yang diperoleh dapat dinyatakan valid dan 

konsisten, serta mencerminkan hubungan sebab–akibat antara peningkatan 

kesalahan penghitungan kendaraan dan penurunan performa klasifikasi keterisian 

parkir. 

3.1.3 Analisis Sensitivitas Akhir 

Analisis sensitivitas dilakukan untuk mengkaji hubungan antara kesalahan 

penghitungan kendaraan pada Level 1 dan kinerja klasifikasi keterisian parkir 

pada Level 2. Pada tahap ini, sensitivitas sistem dianalisis menggunakan grafik 

hubungan antara Mean Absolute Error (MAE) sebagai indikator kesalahan 

penghitungan kendaraan dan akurasi klasifikasi status parkir sebagai indikator 

kualitas output akhir sistem. Pendekatan ini digunakan untuk mengidentifikasi 

batas toleransi kesalahan penghitungan yang masih memungkinkan sistem 

memberikan informasi keterisian parkir yang andal. 
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Gambar 8 Grafik Dampak MAE terhadap akurasi. 

 Berdasarkan Gambar 8, terlihat adanya korelasi negatif yang jelas antara MAE 

dan akurasi klasifikasi. Pada kondisi dengan MAE rendah, seperti skenario 

baseline dan resolusi tinggi (480p), sistem masih mencapai akurasi klasifikasi 

tertinggi dalam pengujian, yaitu sekitar 45%. Namun, ketika nilai MAE meningkat 

mendekati atau melebihi 3 seperti pada skenario pencahayaan gelap, oklusi berat, 

dan penurunan resolusi hingga 360p ke bawah akurasi klasifikasi menurun 

signifikan ke kisaran 30–40%, terutama karena hasil penghitungan berada di 

sekitar batas antar kelas keterisian. 

 Pada skenario resolusi rendah (240p dan 144p), nilai MAE meningkat tajam 

hingga di atas 5 kendaraan dan diikuti oleh akurasi klasifikasi yang rendah serta 

tidak stabil, yang menunjukkan kegagalan sistem dalam menghasilkan klasifikasi 

keterisian yang bermakna. Secara keseluruhan, hasil ini mengindikasikan adanya 

titik kritis operasional sistem pada nilai MAE sekitar ±3 kendaraan, di mana di 

atas ambang tersebut sistem tidak lagi mampu memberikan informasi keterisian 

parkir yang andal. Temuan ini menegaskan bahwa stabilitas penghitungan 

kendaraan pada Level 1 merupakan faktor kunci dalam menentukan keandalan 

klasifikasi keterisian pada Level 2. 

3.2 Temuan Penelitian 

Berdasarkan hasil analisis pada Level 1, Level 2, dan analisis sensitivitas, diperoleh 

temuan-temuan utama sebagai berikut:  

1. Degradasi kualitas citra menurunkan kinerja sistem, yang ditunjukkan oleh 

peningkatan nilai MAE dan RMSE pada Level 1 serta penurunan akurasi 

klasifikasi pada Level 2. Penurunan resolusi merupakan faktor degradasi paling 
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dominan, di mana sistem tidak lagi andal pada resolusi di bawah 360p. 

2. Kinerja klasifikasi keterisian sangat bergantung pada stabilitas hasil 

penghitungan kendaraan. Meskipun pada beberapa skenario nilai precision 

relatif tinggi, rendahnya recall menyebabkan akurasi klasifikasi dan F1-score 

tetap rendah. 

3. Kesalahan kecil pada penghitungan berdampak besar pada klasifikasi. 

Kesalahan penghitungan satu hingga dua kendaraan sudah cukup untuk 

menyebabkan perpindahan kelas keterisian, terutama antara kelas longgar dan 

sedang.  

4. Terdapat hubungan negatif yang jelas antara MAE dan akurasi klasifikasi, 

dengan titik kritis operasional sistem berada pada MAE sekitar ±3 kendaraan. 

Di atas ambang ini, performa klasifikasi menurun signifikan dan sistem tidak 

lagi memberikan informasi keterisian parkir yang andal.  

Secara keseluruhan, temuan penelitian ini menegaskan bahwa stabilitas penghitungan 

kendaraan merupakan faktor kunci dalam menjamin keandalan sistem klasifikasi 

keterisian parkir berbasis YOLOv11. 

3.3 Pembahasan 

Pembahasan ini menginterpretasikan hasil evaluasi kinerja sistem pada Level 1, Level 

2, dan analisis sensitivitas untuk menjelaskan dampak degradasi kualitas citra terhadap 

penghitungan kendaraan dan implikasinya pada klasifikasi keterisian parkir. Hasil 

penelitian menunjukkan bahwa penurunan kualitas citra, khususnya penurunan 

resolusi, pencahayaan gelap, dan oklusi, secara konsisten meningkatkan nilai MAE 

dan RMSE, yang menandakan bertambahnya kesalahan penghitungan kendaraan. Di 

antara faktor tersebut, penurunan resolusi memberikan dampak paling signifikan, di 

mana pada resolusi di bawah 360p sistem tidak lagi mampu melakukan penghitungan 

kendaraan secara andal. 

 Pada Level 2, performa klasifikasi keterisian parkir terbukti sangat bergantung 

pada stabilitas hasil penghitungan kendaraan. Meskipun pada beberapa skenario nilai 

precision relatif tinggi, rendahnya recall menyebabkan akurasi klasifikasi dan F1-score 

tetap rendah, yang menunjukkan kecenderungan sistem bersifat konservatif. Analisis 

confusion matrix memperlihatkan bahwa kesalahan klasifikasi paling sering terjadi 

antar kelas yang berdekatan, khususnya antara kelas longgar dan sedang, di mana 

perbedaan satu hingga dua kendaraan sudah cukup menyebabkan perpindahan kelas 
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keterisian. 

 Analisis sensitivitas memperkuat temuan tersebut dengan menunjukkan adanya 

hubungan negatif yang jelas antara nilai MAE dan akurasi klasifikasi keterisian. Ketika 

nilai MAE meningkat hingga mendekati atau melebihi ±3 kendaraan, akurasi 

klasifikasi menurun secara signifikan, yang menandakan adanya titik kritis operasional 

sistem. Dengan demikian, keandalan sistem klasifikasi keterisian parkir berbasis 

YOLOv11 nano sangat bergantung pada stabilitas alur kerja deteksi–hitung–

klasifikasi, sehingga pengendalian kualitas citra input menjadi prasyarat utama agar 

sistem dapat beroperasi secara andal di lingkungan nyata. 

4. PENUTUP 

4.1 Kesimpulan 

Penelitian ini bertujuan untuk menganalisis dampak degradasi kualitas citra terhadap 

kinerja sistem smart parking berbasis YOLOv11 nano pada dua level, yaitu 

penghitungan kendaraan (Level 1) dan klasifikasi keterisian parkir (Level 2), serta 

hubungan antara keduanya. Berdasarkan hasil eksperimen dan analisis yang telah 

dilakukan, kesimpulan penelitian dapat dirumuskan sebagai berikut. 

1. Menjawab Rumusan Masalah 1 

Hasil penelitian menunjukkan bahwa degradasi kualitas citra secara signifikan 

menurunkan akurasi penghitungan kendaraan. Penurunan resolusi, 

pencahayaan gelap, dan oklusi menyebabkan peningkatan nilai MAE dan 

RMSE pada Level 1. Di antara ketiga faktor tersebut, penurunan resolusi 

merupakan faktor paling dominan, di mana sistem tidak lagi mampu melakukan 

penghitungan kendaraan secara andal pada resolusi di bawah 360p. Hal ini 

menegaskan bahwa kualitas spasial citra merupakan prasyarat utama bagi 

kinerja sistem penghitungan kendaraan. 

2. Menjawab Rumusan Masalah 2 

Penurunan kualitas citra juga berdampak langsung pada kinerja klasifikasi 

keterisian parkir. Akurasi klasifikasi, F1-score, dan macro F1-score menurun 

pada skenario degradasi berat, terutama pada pencahayaan gelap ekstrem, 

oklusi tinggi, dan resolusi rendah. Meskipun pada beberapa skenario nilai 

precision relatif tinggi, nilai recall yang rendah menyebabkan performa 

klasifikasi secara keseluruhan tetap rendah. Hal ini menunjukkan bahwa sistem 

cenderung bersifat konservatif dan belum mampu menangkap seluruh kondisi 
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keterisian parkir yang sebenarnya. 

3. Menjawab Rumusan Masalah 3 

Analisis sensitivitas menunjukkan adanya hubungan negatif yang jelas antara 

nilai MAE dan akurasi klasifikasi keterisian parkir. Ketika kesalahan 

penghitungan kendaraan masih berada pada tingkat rendah, sistem masih 

mampu menghasilkan klasifikasi keterisian dengan performa terbatas. Namun, 

ketika nilai MAE meningkat mendekati atau melebihi ±3 kendaraan, akurasi 

klasifikasi menurun secara signifikan. Kondisi ini menunjukkan adanya titik 

kritis operasional sistem, di mana kesalahan penghitungan pada Level 1 tidak 

lagi dapat ditoleransi oleh proses klasifikasi pada Level 2. 

4. Untuk implementasi smart parking di lapangan, disarankan menggunakan 

kamera dengan resolusi minimal 360p atau lebih tinggi guna menjaga akurasi 

ekstrasi fitur oleh model deteksi 

5. Secara keseluruhan, penelitian ini menegaskan bahwa keandalan sistem 

klasifikasi keterisian parkir berbasis YOLOv11 nano sangat bergantung pada 

stabilitas hasil penghitungan kendaraan. Kesalahan penghitungan yang relatif 

kecil, yaitu satu hingga dua kendaraan, sudah cukup untuk menyebabkan 

perpindahan kelas keterisian, khususnya antara kelas longgar dan sedang. Oleh 

karena itu, kualitas citra input dan kestabilan proses penghitungan kendaraan 

merupakan faktor kunci dalam menjamin keandalan informasi keterisian parkir 

yang dihasilkan sistem. 

4.2 Saran 

Berdasarkan temuan penelitian dan keterbatasan yang ada, penulis memberikan 

beberapa saran sebagai berikut:  

1. Mengingat sensitivitas sistem terhadap kondisi gelap, diperlukan penambahan 

lampu yang memadai pada area parkir atau penggunaan kamera dengan fitur 

Night Vision (Inframerah) untuk menjaga stabilitas deteksi pada malam hari. 

2. Penelitian selanjutnya dapat mencoba melakukan fine-tuning model YOLOv11 

pada dataset yang sudah terdegradasi agar model memiliki ketahanan 

(robustness) yang lebih baik terhadap citra kabur atau gelap. 

3. Perlu dilakukan komparasi dengan varian YOLOv11 yang lebih besar (Small, 

Medium, atau Large) untuk melihat apakah peningkatan ukuran model dapat 

secara signifikan menaikkan ambang batas titik kritis MAE. 
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